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Resumo 

Em inferência bayesiana lidamos com informações provenientes dos dados e com infor
mações a priori. Eventualmente, um ou mais outliers podem causar um conflito entre as 
fontes de informação. Basicamente, resolver um conflito entre as fontes de informações 
implica em encontrar um conjunto de restrições tais que uma das fontes domine, em certo 
sentido, as demais. Têm-se utilizado na literatura distribuições amplamente aceitas como 
sendo de cauda pesada para este fim. Neste trabalho, mostramos as relações existen
tes entre alguns resultados da teoria de conflitos e as distribuições de caudas pesadas. 
Também mostramos como podemos resolver conflitos no caso locação utilizando modelos 
subexponenciais e como utilizar a medida credence para resolver problemas no caso escala. 

Palavras-Chave: inferência bayesiana, conflitos de informação, distribuições de caudas 
pesadas 
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Abstract 

In bayesian inference we deal with information proceeding from the data and prior in
formation. Eventually, one or more outliers can cause a confiict between the sources 
information. Basically, to decide a confiict between the sources of information implies in 
finding a set of restrictions such that one of the sources dominates, in certain sense, the 
outher. Widely distributions have been used in literature as being of heavy tailed for this 
end. In this work, we show the relations between some results of the theory of confl.icts 
and the heavy tailed distributions. Also we show how we can decide a confl.icts in the 
location case using subexponential models and how to use the measure credence to decide 
problems in the scale caEe. 

Keywords: bayesian inference, confiict of information, heavy tailed distributions 
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Capítulo 1 

Introdução 

1.1 Fontes de informação 

Inicialmente, devemos deixar claro o que estamos considerando como sendo uma fonte de 
informação. Para tanto, seria necessária uma definição formal sobre o que é informação. 
Contudo, tal definição não existe. O seguinte conceito, apresentado por Basu (1975), 
parece ser o que melhor descreve o que se entende por informação (ver Pereira [37]). 

"Informação é o que ela faz por você, muda a sua opinião." 

O caráter subjetivo deste conceito está no indivíduo que está tentando obter informa
ção: um conjunto de observações poderia não alterar o conhecimento de um indivíduo, 
mas este mesmo conjunto poderia ser de grande valia para um outro com um paradigma 
diferente. 

A informação que desejamos obter é sobre uma variável aleatória, aqui representada 
por e e descrita por sua função de distribuição. Esta distribuição é baseada em avaliações 
probabilísticas, levando em conta informações culturais e experimentais. 

Quando realizamos um experimento, cujo resultado é x, estamos retirando informação 
sobre e através da função de verossimilhança f(xiO). Em conjunto com a informação sobre 
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8 que tínhamos anteriormente, extrairemos via teorema de Bayes uma nova informação 
sobre 8, representada pela distribuição a posteriori. 

O teorema de Bayes é um processo natural de atualização de informação, onde com
binamos a nossa informação prévia ao experimento com a informação entregue por este. 
Diremos portanto que temos duas fontes de informação (sobre 8): a distribuição a priori 
e a função de verossimilhança. 

1.2 Conflitos de informação 

Para introduzirmos o que é um conflito de informação, suponhamos que para um dado 
problema verificamos uma única observação da variável XjO cuja distribuição é N(O, I) 
com 8 tendo distribuição N(O, 1). Então temos que a posteriori, 8jx, terá distribuição 
N(x/2, I/2). Sendo que observamos x, é razoável supormos que verossimilhança sugere 
que () está próximo do valor x observado, uma vez que E(XjB) = B. Por outro lado, 
também é bastante razoável supor que a priori sugere que () está próximo de zero, pois 
E(G) = O. Notemos que E(8jx) sugere que (} está entre as informações dadas pelas 
duas fontes (exatamente no ponto médio). De fato, dado que Xj(} possui distribuição 
normal, não esperamos que jxj seja muito elevado e então a posteriori concilia de maneira 
satisfatória as informações de ambas as fontes. Contudo, se supormos que jxj observado 
tem um valor muito elevado, temos que as fontes se desacreditarão, pois ambas dizem que 
() está em vizinhanças distintas e muito distantes uma da outra. Notemos que, quando 
escolhemos um modelo normal para os dados, não esperamos observar um valor tão elevado 
para jxj, ou ainda, acreditamos fortemente que o valor jxj estará em torno de sua moda. 
De maneira análoga, a escolha de uma distribuição N(O, 1) para 8 sugere a nossa forte 
crença de que 8 está próximo de zero. A posteriori por sua vez não consegue dar maior 
crédito para uma fonte do que para outra. Como resultado disto temos que a posteriori 
é fortemente influenciada pelo outlier, o que resulta em E(Bjx) = x/2 _,. oo quando 
x _,. oo. Alternativamente poderíamos ter realizado uma outra escolha de distribuições 
para as fontes. Por exemplo, suponhamos que XjO tenha distribuição t-Student com 
31 graus de liberdade com parâmetro de locação Beque 8 tenha distribuição N(O, 1). 
Neste caso, ainda temos que para um valor atípico de x as fontes de informação sugerem 
vizinhanças distintas para e, mas temos que E(Bjx) -E(&) =o quando X- (X), Isto 
ocorre porque neste caso a posteriori converge para a priori, ou seja, a posteriori rejeita 
completamente o outlier1 dando mais crédito à informação a priori (ver abaixo). Dizemos 
neste caso que o conflito foi resolvido a favor da informação a priori. Com esta motivação1 
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damos a seguinte definição. 

Definição 1.1 (Conflitos de Informação). Dizemos que existe um conflito entre as fontes 
de informação se, por algum motivo, as informações entregues pelas fontes se contradizem. 

A princípio, um conflito ocorre quando as fontes de informação se afastam. No exem
plo, tínhamos que as modas das fontes se afastavam a medida em que o valor de [x[ 
aumentava. Contudo, ainda não existe uma medida que nos diga o quão afastadas estão 
as fontes a ponto de entrarem em conflito, o que dificulta a detecção de um conflito. 
Entretanto, existem alguns índices que podem nos auxiliar nesta questão (ver Seção 3.1). 

Embora existam esforços para tentar explicar a ocorrência de conflitos entre as fontes 
de informação, a maior parte da literatura está voltada em resolver um possível conflito. 

Definição 1.2 (Resolução de Conflitos). Dizemos que um possível conflito entre as fontes 
de informação está resolvido se, de alguma forma, a posteriori se baseia mais em uma 
das fontes de informação 

Embora a definição acima seja bastante vaga, ela se enquadra bem nos resultados 
encontrados na literatura. Em geral, em um estudo de confl.itos de informação, procuramos 
por condições suficiente para que a posteriori se baseie mais na fonte que depositamos 
maior credibilidade. Contudo, credibilidade é um termo bastante vago e subjetivo. A 
noção que adotaremos aqui será a seguinte: uma fonte tem maior credibilidade que a 
outra se ela depositar menos peso em suas caudas. A motivação para tal é que uma 
distribuição com caudas mais pesadas tende a dar maior peso para eventos mais distantes 
da moda. Discutiremos mais sobre distribuições de caudas pesadas no Capítulo 2. Esta 
noção de credibilidade está de acordo com a dada em O'Hagan ]36]. 

Notemos que o conflito no exemplo dado foi causado pela presença de uma observação 
de valor elevado considerando os modelos propostos para as fontes. Embora existam outros 
motivos para a ocorrência de conflitos de informação, neste trabalho focaremos apenas 
os casos em que estes são causados por este tipo de observação, na qual passaremos a 
considerar como outliers. Veremos no Capítulo 2 que as distribuições de caudas pesadas 
são propensas a ·gerarem outliers. 

Existem diversas publicações sobre conflitos de informação. Contudo, é interessante 
comentar que o conflito de informação muitas vezes está mergulhado em outros contextos 7 

e dentre esses destacamos o tratamento de outliers em inferência bayesiana e a robustez 
bayesiana. A seguir, damos algumas referências que se encaixam no contexto de conflitos 
de informação. 
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• (1961)- de Finetti [14] comenta, sem demonstrações, como um outlier poderia ser 
rejeitado de maneira natural no escopo bayesiano. É tido como o predecessor do 
estudos sobre a rejeição de outliers em inferência bayesiana. 

• (1968) - Lindley, em resposta a uma discussão em [29], exemplifica, com uma versão 
do exemplo acima, como podemos fazer escolhas de modelos de tal forma que uma 
das fontes seja beneficiada na presença de outliers na amostra. 

• (1973) - pensando na discussão apresentada em [29], Dawid [13] deu condições su
ficientes para que um conflito de informações fosse resolvido a favor de uma das 
fontes de informação. 

• (1979)- inspirado nas definições sobre distribuições propensas e resistentes a outliers 
de Neyman e Scott [32], com posterior discussão de Green em [26] e [25), O'Hagan 
define em [33] distribuições propensas e resistentes a outliers em inferência bayesiana. 
Neste mesmo trabalho, o autor sugere condições suficientes para as condições dadas 
por Dawid [13[. 

• (1983)- Goldstein [24] dá condições para que a posteriori seja limitada pela priori no 
caso de distribuições simétricas e fortemente unimodais, tidas como sendo resistentes 
a outliers no sentido bayesiano. 

• (1990) - O'Hagan [36] define uma medida de cauda, credence, que auxilia na reso
lução de conflitos de informação. 

• (1993) - Lucas [30] dá condições para que, quando x -· oo, a posteriori convirja 
para a distribuição normal, trabalhando com distribuições na família Box e Jenkins. 

• (1995) - Pericchi e Sansó [40] apresentam outras condições para resolver conflitos 
entre as fontes de informação. 

• (1999) - Haro-Lopéz e Smith [27] dão condições para que um conflito seja resolvido 
utilizando distribuições v-esféricas. 

• (2004) Foster e O'Hagan [35] discutem sobre o que origina um conflito e quando 
uma posteriori falha em resolvê-lo. 

• (2006) Andrade e O'Hagan [2] estudam o caso em que uma das fontes pertence à 
família escala e tem distribuição pertencente à classe de funções de variação regular. 
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1.3 Outliers 

O outlier é um dos temas mais antigos entre os estatísticos. Segundo Anscombe J3], um 
outlier é uma observação com resíduo anormalmente alto. A presença de outliers em uma 
amostra pode influenciar alguns estimadores, como os de mínimos quadrados. Como estes 
estimadores foram por muito tempo os mais utilizados, diversas técnicas foram criadas 
para detectar outliers, e~ geral com o intuito de excluí-los. Com o avanço da estatística 
e da ciência, um foco diferente foi sendo dado ao outlier. Em alguns casos, eles são o que 
existe de mais representativo na amostra, como por exemplo em estudos de catástrofes 
naturais. A partir daí nascem ramos para lidar com este tipo de observação, como a 
estatística robusta e a teoria de valores extremos. 

Uma maneira comum de se modelar outliers é através de mistura de modelos. Duas 
modelagens são bastante comuns. Na primeira1 temos n observações independentes onde 
n- k são centradas em J.l. e k são centradas em J.l. + /i 1 i= 1, ... , k. Na segunda, temos n 
observações independentes com n - k com variância a 2 e as k observações restantes com 

'A O \2 2 ' 1 k vananctas -"ia , com t = , ... , . 

Neyman e Scott j32]1evantaram a hipótese de que algumas famílias de distribuições 
podem produzir outliers mais comumente. Posteriormente Green [25] definiu essa propen
são natural para distribuições individualmente, denominando-as "distribuições propensas 
a outliers". Este assunto será discutido posteriormente na Seção 2.2. 

Neste trabalho estaremos considerando que o outlier é proveniente da estrutura gera
dora dos dados, independente da distribuição das fontes ser propensa ou não a outliers. 

É bastante natural pensarmos que um outlier pode ser gerado pela verossimilhança se 
esta tiver uma distribuição propensa a outliers. Contudo, no contexto bayesiano, podemos 
ter que a propensão da distribuição a priori pode justificar um outlier. Para entendermos 
melhor esta noção, considere que XIB,...... N(B, a), com a pequeno, e que 8,...... Cauchy( O, 1). 
A verossimilhança nos diz que o valor de x observado deveria estar bastante próximo de 8. 
Entretanto, a priori esperamos qualquer valor para 8. Assim, não estaríamos surpresos 
em observar um possível outlier, que neste caso seria visto como uma observação x em 
torno de um () elevado em valor absoluto. 
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1.4 Por que distribuições de cauda pesada? 

As distribuições ditas de cauda leve dão maior peso para valores próximos de suas modas1 

o que sugere maior crédito sobre a informação entregue por elas. Por outro lado, as 
distribuições de cauda pesada atribuem maior probabilidade aos eventos que ocorrem em 
suas caudas. Assim, a credibilidade entre as fontes poderia ser representada em termos 
de peso de caudas: a fonte a qual atribuímos mais crédito deve ter cauda mais leve. 

Na literatura pesquisada observamos que, sob condições razoáveis, a distribuição a 
posteriori, em caso de conflito entre as fontes, tende a dar maior credibilidade à fonte de 
menor peso nas caudas. Assim, se acreditamos que a informação proveniente dos dados 
pode de alguma forma se distanciar da informação a priori, representamos essa opinião 
escolhendo uma distribuição para a verossimilhança com caudas mais pesadas do que a 
escolhida para a priori. Neste caso, gostaríamos de dar restrições razoáveis para que, em 
caso de conflito, a informação dos dados fosse rejeitada a favor da informação a priori~ ou 
ainda, que as inferências a posteriori fossem baseadas na priori. 

Por outro lado, se acreditamos que a informação a priori pode de alguma forma se 
distanciar dos dados, refletimos isto escolhendo para a priori uma distribuição com caudas 
mais pesadas do que as caudas da distribuição dos dados. Neste caso, gostaríamos que 
um eventual conflito entre as fontes de informação fosse resolvido a favor dos dados e, 
como consequência, que inferências a posteriori fossem mais influenciadas pela verossimi
lhança. Esta situação seria interessante, por exemplo, em situações onde o pesquisador 
tem uma vaga noção sobre 8, mas não se surpreenderia caso os dados lhe revelassem uma 
informação diferente. 

1.5 Organização 

A utilização de distribuições de cauda pesada para a resolução de conflitos de informação 
tem aparecido esporadicamente na literatura, de modo direto ou indireto. Com o obje
tivo de discutir e apresentar tais utilizações da literatura, bem como apresentar nossos 
resultados para o mesmo fim, organizamos este trabalho em três grandes partes. 

Na primeira parte, que compreende o Capítulo 2, procuramos mostrar quais as classes 
de distribuições de cauda pesada mais utilizadas na literatura em geral. Isto se torna im
portante, uma vez que existem diversas definições para o que seria o termo "distribuições 
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de cauda pesada". Para tais classes, apresentamos algumas propriedades. As seguintes 
classes foram estudadas: cauda longa, variação dominada, subexponencial e variação re
gular. Neste capítulo também apresentamos as distribuições propensas e resistentes a 
outliers apresentadas por Green [25J. Aqui apresentamos nosso primeiro resultado deste 
trabalho, mostrando que é possível enfraquecer os teoremas de [25] e que por consequên
cia mostrando que as distribuições de cauda pesada apresentadas são subclasses destas 
distribuições. 

Na segunda parte, no Capítulo 3, dedicamo-nos ao estudo de conflitos de informação. 
Começamos com uma breve discussão na Seção 3.1 sobre a terminologia aplicada neste 
trabalho, bem como uma melhor caracterização sobre conflitos de informação. No restante 
deste capítulo apresentamos alguns resultados bastante citados na literatura que estão 
relacionados com distribuições de cauda pesada. Na Seção 3.2, apresentamos o teorema 
de Dawid, que dá condições suficientes para que um possível conflito de informação seja 
resolvido em favor de uma das fontes de informação. Na Seção 3.3 apresentamos o teorema 
de Pericchi e Sansó, que dá outras condições suficientes para a resolução de conflitos. Na 
Seção 3.4 apresentamos as noções de credence de densidade, uma medida útil para resolver 
conflitos de informação. Na Seção 3.5 discutimos como utilizar distribuições de variação 
regular para resolver conflitos. 

Na terceira parte, no Capítulo 4, apresentamos nossas considerações sobre a relação 
entre distribuições de cauda pesada e conflitos de informação. Na Seção 4.1, discutimos 
o teorema de Dawid apresentado anteriormente, dando ênfase à sua relação com as dis
tribuições de cauda longa. Na Seção 4.2 discutimos a relação entre o teorema de Pericchi 
e Sansó e as distribuições propensas a outliers, e a relação deste resultado com o obtido 
por Dawid. Na Seção 4.3 apresentamos nosso segundo resultado, onde conjuntamente 
com a suposição de que uma das fontes pertence à classe SD (uma subclasse da classe 
subexponencial), damos condições suficientes para um possível conflito de informação seja 
resolvido. Na Seção 4.4 caracterizamos a medida credence, mostrando que se uma distri
buição possui credence, então deve pertencer à classe de variação regular estendida. Por 
último, na Seção 4.5 apresentamos nosso último resultado, o Teorema 4.10, para resol
ver conflitos de informação utilizando credence no caso em que uma das fontes possui 
distribuição pertencente à família escala. 
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Capítulo 2 

Distribuições de cauda pesada 

O termo distribuição de cauda pesada não tem definição universalmente aceita, ficando 
muitas vezes a critério da modelagem. Por exemplo alguns definem uma distribuição como 
sendo de cauda pesada se o decaimento de suas caudas for mais lento que um decaimento 
exponencial, enquanto outros exigem que certos limites ou propriedades assintóticas este
jam satisfeitos. 

Neste capítulo revisamos algumas classes de distribuição que têm sido amplamente 
utilizadas como distribuições de cauda pesada em diversos ramos da estatística. Na Seção 
2.1 discutimos as principais classes utilizadas neste trabalho. Na Seção 2.1.5 mostramos 
a relação entre tais classes. Na Seção 2.1.6 apresentamos uma importante subclasse da 
classe subexponencial, voltada para densidades. 

Para complementar a discussão sobre as distribuições de cauda pesada, apresentamos 
na Seção 2.2 as distribuições propensas e resistentes a outliers, apresentadas por Neyman 
e Scott [32] e discutidas por Green [26],[25]. As distribuições propensas a outliers apre
sentam valores observados elevados como uma característica naturaL Para perceber essa 
propensão natural para gerar outliers, o leitor pode simular algumas amostras de uma 
distribuição Cauchy e comparar os máximos e mínimos com os quantis amostrais. 

Uma vez que gostaríamos de caracterizar as distribuições de caudas pesadas apresen
tadas como propensas a gerar outliers, dedicamos parte deste trabalho na elaboração de 
proposições que mostrassem esta relação. O resultado deste estudo é mostrado na Seção 
2.3, onde enfraquecemos os Teoremas 2.28 e 2.29 sobre distribuições propensas a outliers 
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e mostramos ao longo da referida seção que as distribuições de cauda pesada apresentadas 
na Seção 2.1 são um subconjunto destas distribuições. 

2.1 Classes de distribuições de cauda pesada 

Nesta seção apresentamos as principais classes de distribuições que são consideradas na 
literatura como sendo de cauda pesada. São estas: a classe de cauda longa, a classe 
subexponencial, a classe de variação regular e a classe de variação dominada. As três 
primeiras classes citadas também são conhecidas como distribuições de cauda longa, uma 
vez que a classe de cauda longa contém ambas (ver Seção 2.1.5). A classe com a maior 
aplicabilidade na literatura é a classe subexponencial, e dentre seus membros destacamos 
as distribuições t-Student, Pareto, Weibul, lognormal, a-estáveis truncadas, loggama, 
Burr e Benktander tipos I e II. 

Ao longo desta seção, temos que F é função de distribuição com F(x) < 1 V x 
finito e F(oo) = 1. Consideramos também P(x) = 1- F(x). Convém notarmos que 
todos os resultados estão definidos apenas para a cauda direita. Isto porquê podemos ter 
distribuições com diferentes comportamentos em cada cauda. Contudo, todas as definições 
são válidas para ambas as caudas. 

2.1.1 A classe de cauda longa 

A primeira classe de distribuições de cauda pesada que apresentaremos é definida a seguir. 

Definição 2.1. Dizemos que F é de cauda longa se 

. F(x-y) 
hm F( ) ~ I, V y E IR. 

X--->00 X 
(2.1) 

Denotamos por i: a família de distribuições que verificam {2.1). 

Alguns autores, como Teugels [42], denotam distribuições em L como distribuições de 
variação lenta quando x --+ oo. Outros, como Baltrunas, Omey e Van Gulk [4], consi
deram L como uma classe de funções mensuráveis que satisfazem (2.1). Esta classe é 
a maior das classes de interesse que serão discutidas nesta seção. Uma vez que, como 
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discutido anteriormente, o termo "distribuições de cauda pesada" não tem uma definição 
universalmente aceita, o termo distribuições de cauda longa pode vir a ser utilizado para 
este fim. De fato, muitas das distribuições que são consideradas de cauda pesada perten
cem a esta classe. Veremos adiante, no Capítulo 4, que diversos resultados sobre conflitos 
de informação estão relacionados com esta classe. 

2.1.2 A classe de variação dominada 

A próxima classe de distribuições em estudo é definida a seguir. 

Definição 2.2. Dizemos que F tem variação dominada se 

limsup F(x/ 2) < oo. 
"-oo F(x) 

(2.2) 

A classe DV destas distribuições é conhecida como classe de distribuições de variação 
dominada. 

Esta classe bastante conhecida apresenta subclasses interessantes para o estudo sobre 
conflitos de informação. A mais importante delas é a de variação regular, a ser discutida 
na Seção 2.1.4. As subclasses mais conhecidas da classe DV, bem como todas as relações 
entre classes serão discutidas na Seção 2.1.5. 

A seguinte proposição descreve um limitante para o limite superior da razão na Defi
nição 2.2. 

Proposição 2.3. Se F E DV então existem constantes A e p tais que para todo x > x0 

e para todo() > 1, 

F( x/O) <A (~) _, 
F(x) - e (2.3) 

Demonstração. Sabemos que, se F E DV então exitem B ~ 1 e x0 tais que, para todo 
x > x0 , F(x/2)/ F(x) :<; B. Tomando p ~ log2 B, podemos reescrever F(x/2)/ F(x) :<; 2'. 
Notemos que 

F(x/4) 
F(x) 

F(x/4) F(x/2) 
F(x/2) F(x) 
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e por indução, 

Seja e > 1 e n 1 o menor inteiro tal que e :-:::; 2n1. Seja A = ( 8 /2n1 )-P. Então 

- < - - <A -"-Fi'i;(x"-/8;-'-) F(2-"'x) _ F(A-'iPx/8) (1) -p 

F(x) - F(x) F(x) - e 
o 

Uma análise mais detalhada sobre esta classe pode ser encontrada em Feller [19] e [20]. 

2.1.3 A classe subexponencial 

Dadas duas funções H 1(x), H 2 (x), definimos a relação H 1(x),...., H 2 (x) como 

lim H,(x) ~ 1. 
x-= H 2(x) 

Observação: notemos que também estamos utilizando", .. .)' para denotar a distribuição de 
uma variável aleatória, acreditando que o leitor não terá dificuldades em identificar os 
dois usos. 

Sejam X,X1 ,X2 , .•. variáveis aleatórias independentes e identicamente distribuídas. 
Suponhamos que 

P(Sn > x)- nP(X > x)- P(Mn > x) (2.4) 

onde Sn = X 1 + ... + Xn e Mn = max;= 1, ... ,n Xi. Uma interpretação intuitiva para (2.4) 
é que o máximo Mn de X1 , ... Xn dá a maior contribuição para a soma destas. Assim, o 
excesso da soma Sn acima de um alto limiar estabelecido é devido ao maior valor desta 
amostra. Esta interpretação sugere uma maneira de definir distribuições de cauda pesada: 
a cauda da soma é essencialmente determinada pela cauda do máximo. Esta abordagem 
intuitiva nos conduz a uma classe rica de distribuições. 
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Definição 2.4. Sejam X 1 , X 2 variáveis aleatórias independentes e identicamente distri
buídas. Seja p(z) = F* F, isto é, a convolução de F consigo mesma. Dizemos que F E S 
se 

. pl2l(x) 
hm F( ) ~ 2. 

x--+oo X 
(2.5) 

A classe S é denominada classe subexponencial. 

A classeS foi introduzida por Chistyakov [11] e Chover, Ney e Wainger [12] no contexto 
de processos de ramificação. Aplicações podem ser encontradas em teoria das filas: passeio 
aleatório, teoria de risco, matemática financeira e teoria de probabilidade aplicada. O 
nome subexponencial se refere ao decaimento das caudas, que é sempre mais lento que 
um decaimento exponencial (a prova deste fato pode ser encontrada em Teugels [42]). 

Antes de continuarmos a discussão de resultados relacionados à classe S, consideremos 
a seguinte definição. 

Definição 2.5. Dizemos que F e G são fracamente assintoticamente equivalentes, deno
tado por F ~w G, se existirem m e M pertencentes à (O, oo) tais que m ::; G( x) f F( x) ::; M 
para todo x E (0, oo). 

Esta definição nos ajuda a classificar a relação entre as caudas de duas distribuições. 
Com esta definição enunciamos um resultado interessante que utilizaremos na Secção 4.4. 

Teorema 2.6. Suponhamos que F ~w G e que G E L Então F E S ~ G E S. 

Demonstração. Sejam m, ME (O,oo) tais quem :S G(x)fF(x) :S M 'I x E (O,oo). 
Suponhamos que F E S. Para v> O fixado e para x > 2v temos 

P(X1 +X2 > x) P(X1 +X2 > x,X2 :S v)+P(X1 +X2 > x,v < X 1 <x-v) 
+ P(X1 +X2 > x,X1 :S v)+P(X, > x-v,X2 >v) 

2 [ G(x- y)dG(y) + [_, G(x- y)dG(y) + G(x- v)G(v) 

portanto 

-(2) v - _ x-v - _ - _ 
G (x) ~ 2 f G(x y) dG(y) + 1 G(x y) dG(y) + G(:J; v) G(v). (2.6) 
G(x) }0 G(x) · , G(x) G(x) 
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Como a integral de Stieljes é linear no integrador, temos que 

i H G(x- y) dG(y) S M j"-" P(x- y) dG(y) S M
2 j"-" P(x- y) dF(y) 

" G(x) m " F(x) m " F(x) 
e como F E S temos que 

jx-" F(x-y) 
lim limsup ( ) dF(y) =O. 

v->oo :r-->oo v F X 

Notemos agora que 

G(x- y) S G(x- v) 
para todo y E (0, v). Assim, pela suposição de que G E C temos que 

[ G~(:)y)dG(y) ~ 1 

por convergência dominada e que 

G~(:)v) G(v) ~O 

quando x -----jo oo. Portanto (2.6) converge para 2, o que implica que G E S. D 

Com o Teorema 2.6 nos mostra que se G E Se se F ';:::;',w G, então F também pertence 
a S, uma vez que S C C (ver Seção 2.1.5). Para utilização posterior na Seção 4.4, 
elaboramos a seguinte proposição. 

Proposição 2.7. Suponha que F(x) < 1 e G(x) < 11 para todo x E (O,oo) tenham 
densidades f e g respectivamente. Suponha ainda que g E .C. Uma condição suficiente 
para que F :::::;:w G é que existam constantes m e M pertencentes a (0, oo) tais que m ::; 
f(x)jg(x) S M V X> O e g(x) f O. Neste caso diremos que f "'w g. 

Demonstração. Basta notarmos que para todo x 

m S ~i:i S M => mg(x) S f(x) <:; Mg(x) 

=> m 1: g(t)dt <:;L f(t)dt <:; M L g(t)dt => m <:; ~i:~ <:; M. 

D 

Outros resultados e maiores detalhes sobre a classe S podem ser encontrados em 
Embrechts, Goldie e Veraverbeke [16], Kluppelberg 128], Embrechts e Omey !lSJ, Murphree 
[31[ e Goldie [23[. 
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2.1.4 A classe de variação regular 

A seguir, enunciaremos e discutiremos alguns resultados importantes das funções deva
riação regular. O primeiro teorema, dado em Feller [20} é enunciado a seguir. 

Teorema 2.8. Seja U uma função monótona positiva em (0, oo) tal que 

. U(tx) 
hm -U() = q(x) 
t---+oo t 

em um conjunto denso de pontos. Então 

q(x)=x" 

onde -oo :::; p:::; oo. 

Observação: o sentido de x= ou x-oo ê apenas a extensão do teorema para toda p. 

Demonstração. Notemos que 

U(x 1x2 t) U(x2 t) 
U(tx2 ) U(t) 

(2.7) 

(2.8) 

(2.9) 

nos mostra que se existe um limite finito e positivo em (2.7) para x = x 1 e para x = x 2 , 

então também exite um para x = x 1x2 e 

(2.10) 

Notemos que, por indução q(xl) = [q(x1)]n. Assim, se q(x1) = oo, temos que q(xl) = oo 
e q(x!n) = O. Basta mostrar então o teorema para um q finito. Pela monotonicidade 
assumida, podemos definir q em toda a parte por continuidade à direita, e por isso, 
(2.10) vale para todo x1 e x2. Agora, fazendo x = ee e q(é) = u(e:) temos que (2.10) é 
equivalente a u(e:1 + E2) = u(E1)u(é2)· É fato bem conhecido que todas as soluções desta 
equação estão limitadas em intervalos finitos e são da forma u(e:) ;::::: e'Pl'. Mas isto é o 
mesmo que q(x) = xP, concluindo a prova. D 

Funções cujo comportamento são como no Teorema 2.8 são denominadas funções de 
variação regular. Uma vez que U é função monótona não crescente podemos definir dire
tamente distribuições de variação regular. Contudo, funções de variação regular podem 
ser definidas em termos mais gerais, como pode ser visto na definição a seguir. 
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Definição 2.9. Dizemos que uma função mensurável f é de variação regular ao infinito 
com índice {ordem} p {f E RVp), se p E IR e 

para todo À > O. 

lim f(>.x) ~À' 
"-oo f(x) 

(2.11) 

As densidades de variação regular foram utilizadas por Andrade e O'Hagan !2] para 
resolver conflitos de informação quando o parâmetro em questão é de escala. Estes resul
tados serão discutidos na Seção 3.5. 

Os dois resultados abaixo serão utilizados posteriormente na Seção 3.5. 

Lema 2.10. Se f E RVP então para quaisquer A> 1 e ó >O existe X= X(A, ó) tal que 

f(w) { (w)PH (w)P-'} f(z) S: max -;; , -;; , 'I (w 2: X,z 2: X). 

Proposição 2.11. Suponhamos que f E RVp e que g E RVq. Então h E RVp+q onde 
h~ fg. 

Demonstração. Temos que 

h(ú) ~ f(xÀ)g(ú) ~ ).P+q 

h(x) f(x)g(x) 

quando x ---t co. o 

A seguir, definimos uma classe ligeiramente maior que RV. 

Definição 2.12. Dizemos que uma distribuição é de variação regular estendida (f E 
ERV( -o:, -{3)) se para constantes O :; a:::; /3 <co temos que 

-$ . . F(xy) . F(xy) _ 
y S: hmmf F-( ) S: hmsup F-( ) S: y a 

X--+00 X x--+00 X 

para qualquer y > 1. 

A classe ERV será utilizada nas Seções 4.4 e 4.5. 
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2.1.5 Relações entre as classes de distribuições de cauda pesada 

Discutiremos a seguir as relações existentes entre as classes de distribuições apresentadas 
anteriormente. Estas relações tornam-se importantes para uma melhor compreensão da 
abrangência de certos resultados que serão discutidos nos capítulos posteriores. 

Proposição 2.13. Se F E S então F E L. 

Demonstração. Sejam XI e x2 variáveis aleatórias positivas independentes com distribui
ção F E S. Para x ;:::._ y > O, temos que 

jil2l(x) 

F(x) 

1- P(X, + X 2 < x) 1- f; P(X, <; x- t]X2 = t)dF(t) 

F(x) F(x) 
1- fox F(x- t)dF(t) f0

00 dF(t)- fox F(x- t)dF(t) 
F(x) F(x) 

fx00 
dF(t) + f0x[1- F(x- t)jdF(t) _ "-'J;'-F-'-('-,xo;c--cét)_dF-'('-'-t) 

- -1+ 
F(x) F(x) 

{' F(x- t) ix F(x- t) 
1 + Jo F(x) dF(t) + ' F(x) dF(t) 

2 1 + 1' ~(x) dF(t) + ix F(~- y) dF(t) 
0 F(x) , F(x) 

1 + F(y) + p~(:)y) [F(x)- F(y)J 

assim, para x grande o suficiente tal que F(x)- F(y) i= 0: temos que 

F(x- y) (PI'I(x) ) ( 1 ) 1 <; F(x) <; F(x) - 1 - F(y) F(x)- F(y) ~ 1 

quando x --+ oo, portanto S C C. 

Proposição 2.14. Se F E L n 'DV, então F E S. 

D 

Demonstração. Sejam X1 , X 2 variáveis aleatórias positivas independentes com distribui-
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ção F. Então, para x >O, 

Pl'i(x) 

assim, 

P(XI +Xz > x) ~ P (XI +X2 > x,XI ~ ~x) 

+ P ( X1 + X2 > x, Xz ::; ~x) + P ( X1 > ~x,Xz > ~x) 

21' F(x- y)dF(y) + [F(x/2)] 2 

Pi'i(x) _ f'" P(x- y) [P(x/2)]' 
F(x) - 2 }

0 
F(x) dF(y) + F(x) ' 

Como F E VV, temos que 
l - - I 

1'" F(~- y) dF(y) ~ F(x/2) 1'" dF(y) < oo, 
0 F(x) F(x) 0 

Logo, por convergência dominada, temos que 

portanto temos que .C n 'DV c S. 

Proposição 2.15. Se F E RVp, com p >O ex> O, então F E S. 

D 

Demonstração. Sejam X 1 , X 2 variáveis aleatórias independentes com distribuição F E 
RV _,, Notemos que de {XI+ X, > x} ::l {XI > x} U {Xz > x} temos que 

P(XI + X 2 > x) 2: P(XI > x) + P(X2 > x)- P(X, > x)P(X2 > x) ~ 2F(x)- F(x) 2 

Agora, tome O< b < 1/2. Então de 

{XI +Xz >x) C {XI> (1-o)x)U{Xz > (1-o)x)U{X, >ox,X, > ox) 

segue que 

P(XI + X 2 > x) < P(X1 > (1- o)x) + P(X2 > (1- o)x) + P(X1 > ox)P(X2 > ox) 

~ 2P((1- o)x) + F(ox)2 
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então temos que 

2 _ F(x) < f'l
2
1(x) < 2t((l- ó)x) + F(8x) F(óx) 

- F(x) - F(x) F(x) 

e que 
f'l'i(x) 

lim lim = 2 
ClO:c ...... oo F(x) 

portanto RV c S. D 

Proposição 2.16. Se F E RV-p, com p >O ex> O, então F E VV. 

Demonstração. Basta notar que 

F(xt) · F(xt) 
lim ~( ) ~ cP => limsup F-( ) ~ t-p < 00. 

:c ...... oo F X x ...... oo X 

D 

Proposição 2.17. ERV C VV. 

Demonstração. Segue imediatamente da Proposição 2.3. D 

L 

s 

IJV 

/ERV RV /I 

Figura 2.1: Diagrama das relações entre as classes apresentadas 

As relações apresentadas nesta seção estão sumarizadas na Figura 2.1. A seguir, damos 
alguns exemplos de distribuições pertencentes às classes apresentadas .. 
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Exemplo 2.1. São exemplos de distribuições em RV: 

• Pareto: f(x) = {3o/3x-!3-l com a,/3 >O 

o Cauchy: f(x) ~ [7r(l + x')t1 

• Burr: F(x)=K/'(K+xr)-"'coma,K,r>O 

• a-Estável Truncada:· f(x) = P(IXI > x) onde X é a-Estável com 1 <a< 2 

• Loggama: f(x) ex: (logx)P-lx-a-l com a,/3 >O 

Exemplo 2.2 (Peter e Paul). A seguinte distribuição pertence à DV mas não pertence 
àS 

P(X ~ zk) ~ 2-k para k ~ I, 2, ... 

Exemplo 2.3. A seguinte distribuição pertence à LnDV mas não pertence à RV 

F(x) ~ x- 1 (1 + asin(21flogx)) 

para a pequeno. 

Exemplo 2.4. Além das distribuições nos Exemplos 2.1 e 2.3 temos que as seguintes 
distribuições pertencem à S 

• \Veibull: F(x) = exp{-cxr} com c> O e O< T < 1 

o Lognormal: f(x) ex x-1 exp{ -(log x - !')' /2a 2
) com a > O e i' E lR 

o Benktander Tipo 1: (I + 2()3/ o) log x) exp{ -J](log x) 2 
- (<> + I) log x) com o, !3 > O 

o Benktander Tipo 11: exp{ <>/ iJ}x-11-•l exp{ -ax' / !3) com <> > O e O < J] < 1 

Exemplo 2.5. Para exemplos de distribuições que pertencem à L mas não pertence àS, 
citamos Embrecths e Goldie [15] e Pitman [38]. 
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2.1.6 A classe de densidades SV 

Uma das dificuldades que encontramos para relacionar conflitos de informação com dis
tribuições de caudas pesadas é a falta de definições para densidades de caudas pesadas. 
Em algumas situações isto é facilmente remediado impondo condições suficientes em uma 
densidade que impliquem que a referida distribuição pertença a classe em questão. Em 
outras situações, as definições para qualquer função mensurável já existem, como nas 
classes C e R.V. 

Discutimos anteriormente que a classe de distribuições subexponenciais possui muitos 
membros famosos na literatura, conhecidos por serem de cauda pesada. Por este motivo, 
gostaríamos de definir densidades em S. Para tanto, definimos primeiramente a taxa 
de risco q como sendo q(x) = f(x)jP(x). Se supormos que Fê absolutamente contí
nua com densidade f 1 podemos utilizar a taxa de risco para dar o seguinte teorema de 
caracterização. 

Teorema 2.18. Suponha que F é absolutamente contínua com densidade f e que a taxa 
de risco q(x) certamente decresce para O. Então 

1. F ESse e somente se 

(2.12) 

2. Se a função x H exp{xq(x)} f(x) for integrável em [0, oo) então F E S. 

Demonstração. Ver Embrechts, Kluppelberg e Mikosh Jl7]. D 

O Teorema 2.18 caracteriza densidades em S. Entretanto, gostaríamos de lidar apenas 
com as densidades de S que preservam as mesmas propriedades de suas caudas. Estas 
suclasse de densidades de Sê definida a seguir. 

Definição 2.19 .. Dizemos que f E S'D se as seguintes condições estão satisfeitas: 

o f E L. 

• 1(
2
l(x) - 2 se x- oo onde f12) 

f(x) • 

Lema 2.20. Se f E S então F E S e flnl(x) ~ nf(x). 
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Temos então que as densidades em S'D preservam as caraterísticas de suas caudas. 
Além disso essa classe é bastante rica, tendo todas as densidades dos Exemplos 2.1 e 2.4 
como membros. Mais detalhes sobre classe S'D e demais referências podem ser encontradas 
em Baltrunas, Omey e Van Gulk [4]. 

2.2 Distribuições resistentes e propensas a outliers 

Neyman e Scott [32]levanta a hipótese de que certas famílias de distribuições poderiam 
produzir outliers mais comumente. Tais famílias foram denominada::J propensas a outliers. 
Posteriormente Green [25] mostrou que as definições dadas em [32] não se aplicavam à 
distribuições individualmente. Neste mesmo trabalho ele deu definições de distribuições 
propensas e distribuições resistentes a outliers individualmente. Nesta seção apresentare
mos e discutiremos estas definições e seus subsequentes resultados. 

Consideraremos ao longo desta seção que são satisfeitas as seguintes suposições: 

I. F( co)= 1 

2. F(x) < 1 para todo x finito 

Dada uma amostra X 1 , ... , Xn de variáveis aleatórias independentes e identicamente 
distribuídas, as estatísticas de ordem serão denotadas por X(1), ... ,X(n)· 

2.2.1 Distribuições resistentes a outliers 

Iniciaremos nossa discussão pelas distribuições resistentes a outliers (RO). 

Definição 2.21. Uma distribuição F será chamada de absolutamente resistente a outliers 
(ARO) se, para todo ê > O, tívermos 

P(X(n)- X(n-l) >E)--+ O quando n--+ oo. (2.13) 

Definição 2.22. Uma distribuição F será chamada de relativamente resistente a outliers 
(RRO) se, para todo k > 1, tivermos 

P(X(n)/X(n-1) > k)- O quando n- oo. (2.14) 
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As definições acima nos dizem que para uma amostra suficientemente grande, espe
ramos que as observações mais elevadas provenientes de distribuições RO estejam cada 
vez mais próximas entre si a medida que aumentamos o tamanho da amostra e portanto, 
intuitivamente, não esperamos outliers. 

Exemplo 2.6. A distribuição normal é tanto absoluta quanto relativamente resistente a 
outliers. A Figura 2.2 mostra valores estimados através da função de distribuição empírica, 
para as probabilidades (2.13) e (2.14) considerando a variável X com distribuição normal 
padrão, é = 1 e k = 1, 5 para diversos tamanhos de amostra. 

o , 
o o 
o 

6 

o 

~ 

~ 

~ 

g 
N 
o 

o 

o 

o 

'" Tatmmho da Amcsr"' 

Figura 2.2: Acima: estimativas para P(X(n) - X(n-l) > l)i Abaixo: estimativas para 
P(X(n)/X(n-l) > 1.5). Em ambos os gráficos, temos que X~ N(O, 1) 

o 

Teorema 2.23. Sob as suposições 1 e 2, a distribuição F será ARO se e somente se para 
todo é> O, 

lim F(:I; +e) = O. 
Noo F(x) 
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Teorema 2.24. Sob as suposições 1 e 2, a distribuição F será RRO se e somente se para 
todok>l, 

(2.16) 

Demonstração. ver Green [25] para discussão e construção das demonstrações. o 

Os dois teoremas apresentados acima tornam mais fácil verificar se uma distribuição é 
resistente a outliers uma vez que não precisamos encontrar a distribuição de X(n) -X(n-l)· 

Contudo, em muitos casos a função de densidade é mais utilizada do que a função de 
distribuição da variável. O seguinte teorema nos dá condições suficientes para lidar com 
densidades. 

Teorema 2.25. Se as Suposições 1 e 2 estão verificadas e se a densidade f(x) existe 
então as condições 

1. f(x +c)/ f(x) ~O quando x ~ oo para todo c> O 

2. f(kx)/f(x) ~O quando x ~ oo para todo k >I 

são suficientes para F ser absoluta e relativamente resitente a outliers, respectivamente. 
Estas condições também são necessárias se adicionarmos a hipótese de que a densidade 
tem cauda direita monótona. 

Demonstração. Ver Green [26]. o 

Exemplo 2.7. Para a distribuição normal N(O, o-2
) temos que 

f(x+c) _ { (x+c) 2 -x2
} _ { 2xE"+'"'} 

f(x) - exp 2u2 - exp - 2u2 ---+O 

quando x --+ oo. Temos também que 

f(kx) _ { (kx)'-x'}- {- 2 k
2
-l}~o 

f( ) 
- exp 

2 
- exp x 

2 x 2u 2u 

quando x---+ oo e k > 1. Portanto a distribuição normal é tanto ARO quanto RRO. 
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2.2.2 Distribuições propensas a outliers 

Definição 2.26. Uma distribuição F será chamada de absolutamente propensa a outliers 
( APO} se existirem constantes é > O, ó > O e um inteiro no tais que 

P(X(n)- Xcn-I) >c) :> ó (2.17) 

para todo inteiro n ;=::: n0 . 

Definição 2.27. Uma distribuição F será chamada de relativamente propensa a outliers 
(RPO) se existirem constantes k > 1, ó > O e um inteiro no tais que 

P(X(n)/Xcn-I) > k) :> Ó (2.18) 

para todo inteiro n ;::: n0 . 

Ambas as definições refletem que, para amostras suficientemente grandes de variáveis 
aleatórias com distribuições propensas a outliers (PO), sempre existe uma probabilidade 
não nula de que o valor observado mais elevado supere os demais valores em termos 
absolutos. Portanto, podemos esperar que eventualmente a distribuição gere um valor 
afastado dos demais e deste fato vem a denominação de distribuições propensas a outliers. 
Tal propriedade será de grande interesse neste trabalho pois esta reflete a opinião de que 
uma das fontes de informação pode eventualmente se distanciar da outra através do outlier. 

Exemplo 2.8. A distribuição gama é APO e RRO. Na Figura 2.3 temos estimativas, 
utilizando a função de distribuição empírica1 para as probabilidades (2.17) e (2.18) com 
E= 1 e k = 1, 5 para diversos tamanhos de amostra considerando X,......, Gama(3, 1/2). 

Exemplo 2.9. A distribuição Cauchy é tanto APO quanto RPO. Na Figura 2.9 temos 
estimativas para as probabilidades (2.17) e (2.18) com E = 1 e k = 1,5 para diversos 
tamanhos de amostra considerando X"' Cauchy( O, 1). 

Teorema 2.28. Sob as hipóteses 1 e 2, a distribuição F será absolutamente propensa a 
outliers se e somente se existirem constantes a > O e /3 > O tai.'J que 

F(x + fl) >a 
F(x) -

(2.19) 

para todo x finito. 
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Figura 2.3: Acima: estimativas para P(X(n)- X(n-l) > 1); Abaixo: estimativas para 
P(X(n)/X(n-1) > 1, 5). Em ambos os gráficos, temos que X,...., Gama(3, 1/2) 

Teorema 2.29. Sob as hipóteses 1 e 2, a distribuição F será relativamente propensa a 
outliers se e somente se existirem constantes k > 1 e (j > O tais que 

para todo x finito. 

F_(kx) > 5 
F(x) -

Demonstração. As demonstrações podem ser encontradas em Green [25]. 

(2.20) 

D 

Como posteriormente trabalharemos apenas com densidades, damos as seguintes con
dições suficientes para lidarmos com densidades no lugar de funções de distribuição. 

Teorema 2.30. Sob as hipóteses 1 e 2, se a densidade f existe, então as seguintes condi
ções são suficientes para que a distribuição seja absolutamente ou relativamente propensa 
a outliers. 
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Figura 2.4: Acima: estimativas para P(X(n)- X(n-l) > 1); Abaixo: estimativas para 
P(X(n)/X(n-l) > 1.5). Em ambos os gráficos, temos que X~ Cauchy( O,!) 

• Existem constantes é > O, 8 > O, x0 tais que 

para todo x ~ X o. 

f(x+E') > ó 
J(x) -

• Existem constantes k > 1, 8 >O, x0 tais que 

para todo x;::: x 0 • 

f(kx) > ó 
f(x) -

Demonstração. A demonstração pode ser encontrada em Green [25]. D 

Exemplo 2.10. As distribuições gama, logística e exponencial dupla são APO e RRO. 
De fato, 
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• para a distribuição Gama( a, f]) temos que 

F(x +e) 
F(x) =exp{-!lE} 

e 

quandox-----;.ooek>L 

• para a distribuição exponencial dupla temos que 

fj(;)e) = exp{ -À(Ix + el + lxl)} 2' exp{ -Àe} 

e 
J(kx) 
f(x) = exp{ -Àixl(k- 1)} ~O 

quando x - oo e k > L 

• para a distribuição logística, temos que 

=-F-',;(x,_+:..,e'-'-) } { 1 + exp{ -x} } exp{ -e} = exp{-c > . 
F(x) 1 + exp{ -(x +e)} - 1 + exp{ -E} 

Exemplo 2.11. A distribuição t-Student é tanto APO quanto RPO. De fato, pelo Lema 
3. 7 temos que existem constantes A e E tais que 

e 

;±! 

f(x+e) = {v+(x+e)'}-' >A 
f(x) v+x2 -

til 
f(kx)={v+(kx)'}-, >B 
f(x) v+x2 -

e o resultado segue via Teorema 2.30. 

2.2.3 Classes de distribuição segundo suas propriedades relacio
nadas a outliers 

É possível classificar uma distribuição utilizando as propriedades relacionadas a outliers 
vistas nas seções anteriores. Existem seis classificações possíveis utilizando tais proprie
dades, considerando apenas a cauda direita. Estas classificações são dadas a seguir. Para 
informações adicionais ver Green [25]. 
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• Classe I: distribuições que são absolutamente resistentes a outliers. Estas distribui
ções também são relativamente resistentes a outliers. A distribuição normal pertence 
a esta classe; 

• Classe li: distribuições que são relativamente resistentes a outliers mas não são nem 
absolutamente resistentes nem absolutamente propensas a outliers. A distribuição 
Poisson pertence a esta classe; 

• Classe III: distribuições que são absolutamente propensas e relativamente resistentes 
a outliers. A distribuição gama pertence a esta classe; 

• Classe IV: distribuições que são absolutamente propensas a outliers mas não são 
nem relativamente resistentes a outliers nem relativamente propensas a outliers. 
Temos que X pertence à Classe IV, onde 

P(X~J(k))~2-', k~l,2,3, ... 

com 

• Classe V: distribuições que são relativamente propensas a outliers. Tais distribuições 
também são absolutamente propensas a outliers. A distribuição Cauchy pertence a 
esta classe; 

• Classe VI: distribuições que não são nem absolutamente nem relativamente propen
sas a outliers. Temos que Y pertence à classe VI, onde 

P(y ~ 2
,) ~ _-A).k 

k! ' 'À >o, k = o, 1, 2, .. 

2.3 Relações entre distribuições PO e as distribuições 
de cauda pesada 

Apesar de não termos encontrado referências sobre a relação entre distribuições propen
sas a outliers e distribuições de cauda pesada, parece bastante razoável supor que haja 
uma relação entre ambas. Devido a esta lacuna na literatura, parte deste trabalho foi 
dedicada para mostrar que esta relação existe de fato, mostrando o que era intuitivo: que 
distribuições de caudas pesadas são propensas a gerar outliers. Mostramos entretanto 
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APO 
Classe IV 

RPO 

Classe V 

Figura 2.5: Classes segundo suas propriedades relacionadas a outliers. Em cinza temos 
as distribuições RRO. 

que as distribuições de cauda pesada apresentadas anteriormente são uma subclasse das 
distribuições propensas a outliers, motivo pelo qual optamos por nos restringir apenas a 
relacionar as distribuições de cauda pesada com conflitos de informação (salvo o resultado 
de Pericchi e Sansó, visto na Seção 3.3 e discutido na Seção 4.2). 

Discutiremos primeiramente a relação existente entre as distribuições relativamente 
propensas a outliers e as distribuições de variação dominada. Para este fim, começaremos 
mostrando que o Teorema 2.29 pode ser escrito de uma maneira mais geral, como mostra 
a proposição abaixo. 

Proposição 2.31. Se a desigualdade (2.20) for válida para algum k > 1 e ó, então para 
todo k' > 1 existe ó' tal que 

para todo x finito 

F(k'x) " 
F(x) >u, 

Demonstração. Suponha que as condições do Teorema (2.29) estão satisfeitas. Notemos 
primeiramente que 

F(k'x) = P(k'x) F(kx) > 
8
, 

F(x) F(kx) F(x) -
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e análogamente mostramos que 
F(knx) Jn 
F(x) 2 · 

Agora, escolha qualquer k' > 
log k' f log k. Temos então que 

1 e tome no como sendo o menor natural tal que n0 > 

F5k'x) > F(kn•x) > J"" 
F(x) - F(x) -

e fazendo bno = b' obtemos o resultado desejado. 

Proposição 2.32. F é RPO se e somente se F E DV. 

Demonstração. Notemos primeiramente que, fazendo y = xe, temos que 

P_(xO) > J ._, F(y/0) < ~ 
F(x) - F(y) - J 

D 

supondo b >O. Agora, suponha que F é RPO. Então, pela Proposição 2.31, ternos que 
para todo k > 1 existe um 8* finito tal que 

P~y/k) < J' => sup F(y/k) < J• < oo => limsup F~y/k) < J• < oo, 
F(y) - , F(y) - , F(y) -

para todo y finito, onde ó* = (1/ó). Então temos que F ser RPO implica que F E DV. 
Suponha agora que F E DV. Então existem y0 e B tais que para todo y > y0 temos que 
F(y/k)/F(y) < B. Disto temos que 

P(y/k) 
F(y) 

P(y/k) P(y/k) 
F(y) l(-oo.voJ(Y) + F(y) l(vo.oo)(Y) 

1 JÕ(yjk) 
< F(yo) +E< oo => s~p F(y) < oo 

e portanto F E DV implica em F ser RPO. D 

Portanto, temos que F ser RPO é equivalente a termos F E DV. Disto temos que 
a classe DV está intimamente relacionada com outliers, no sentido de Neyman e Scott, 
mesmo a parte que não está contida em .C. 

A seguir discutiremos a relação entre distribuições APO e distribuições em C. Come
çaremos enfraquecendo o Teorema 2.28, como mostra a proposição abapco. 
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Proposição 2.33. Se a desigualdade (2.19) estiver verificada para algum /3 e a > O, 
então para qualquer /3' E IR existe um o:'> O tal que (2.19) é verdadeira. 

Demonstração. Suponha que a desigualdade (2.19) é válida e considere que /3' < (3. Então, 

F(~+ !3') > F(~+ !3) > " 
F(x) - F(x) -

e neste caso basta tomar o:'= o. Agora suponha que /3' > {3. Notemos que 

F(x + 2/3) F(x + 2/3) F(x + /3) 2 - = >o 
F(x) F(x + !3) F(x) -

e de maneira análoga temos que 

F(x+n/3) > n 

F(x) -" · 

Tome n0 como sendo qualquer inteiro que satisfaça /3'::; n0 (3. Temos então que 

F(x + /3') > F(x + no/3) >ano 
F(x) - F(x) -

e o resultado segue fazendo a/ = ono. D 

Com a proposição acima mostramos que uma distribuição é absolutamente propensa 
a outliers se 

. 
1

F(x+f3) 
0 m ( ) > 

X F X 

para qualquer (3 E IR. Isto motiva a proposição a seguir. 

Proposição 2.34. Uma distribuição é APO se e somente se 

. F(x- /3) 
hmsup ( ) < oo, 

l'-+00 F X 

para todo (3 E R 

Demonstração. Notemos que, fazendo x = y + /3, 

F(y + /3) F(x- !3) 
F(y) >O=> F(x) < oo. 
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Logo, supondo que F é APO e utilizando a Proposição 2.33, temos que 

F(x- (3) . F(x- (3) 
sup ( ) < oo => hmsup F-( ) <co 

x Fx x--+= x 

e portanto F ser APO implica a desigualdade (2.21). Agora, suponha que (2.21) está ve
rificada. Então temos que existem x0 e A tais que para todo x > x0 , P(x- {3)/ P(x) <A. 
Assim 

portanto 

e F é APO. 

F(x- (3) 
F(x) 

F(x- (3) 
s~p F(x) <co 

o 

A proposição acima caracteriza as distribuições APO como sendo todas as distribui
ções tais que 

. F(x-(3) 
hmsup ()<co 

X->CO F X 

análogarnente à definição da classe DV. Uma subclasse das distribuições APO interessante 
é aquela na qual o limite 

]. F(x- (3) 
lffi 

x-oo F(x) 

existe. Este limite é bastante conhecido na literatura e uma de suas utilidades na teoria 
de valores extremos é caracterizar as distribuições que pertencem ao domínio de atração 
da distribuição Gumbel. O seguinte lema mostra que se esse limite existe, ele é da forma 
exp{ ax }. 

Lema 2.35. Se 
F(x- y) 

lim () ~~(y)<oo 
X--->00 F ·X 

(2.22) 

para todo y E IR então c/J(y) = exp{h(y)} onde h é um operador linear. 
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Demonstração. Supondo que o limite em (2.22) existe, temos que 

F(x- 2y) ~ F(x- 2y) P.(x- y) ~ </>(y)' 
F(x) F(x- y) F(x) 

e análogamente mostramos que 

F(x_- ny) ~ ~( )" 
F(x) "' Y 

mas por (2.22) temos que 

F(x- ny) ~ ~( ) 
F(x) "' ny 

logo, temos que if>(y)n = if>(ny). Com um raciocínio semelhante, mostramos que 

P(x-y 1 -y 2 )~~( )~() 
F(x) "'Y1 "'Y2 

e de maneira similar, temos que 

A solução para as relações acima é dada por if>(y) = é(y) e disto temos que h(L~ yi) = 

2::7 h(y1) e h(ny) ~ nh(y), portanto h é linear. Além disso, como </>(0) ~ 1 =<- h(O) ~O 
temos que h(y) = o:y. O 

Assim, podemos relacionar as distribuições APO com as distribuições em .C como 
segue: 

Corolário 2.36. Seja A o conjunto de todas as distribuições APO. Então temos que 
CcA. 

Demonstração. Basta notar que, se F E L então 

P(x- (3) 
lim F( ) ~ 1 ~ exp{O} 

x-->oo X 

e portanto F E A. D 
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Com estes resultados, podemos classificar as distribuições propensas a outliers nas 
seguintes classes: 

• A: como definida anteriormente, é a classe que contém as distribuições absoluta
mente propensas a outliers; 

• DV: como definida anteriormente, é a classe de distribuições de variação dominada; 

• Q: diremos que F E Ç se 

l
. F(x -y) 
1m •-oo F(x) 

existe; 

• C: como definida anteriormente, é a classe de distribuições de cauda longa; 

As relações entre as classes apresentadas estão representadas na Figura 2.3. Quase 
todas já foram discutidas, com exceção da apresentada na proposição abaixo. 

Proposição 2.37. Ç n cc n 'DV = 0 

Demonstração. Suponha que F E Q n cc. Temos então que para qualquer () E lR 

lim F(x(-) e) ~ exp{iJ8) 
x-oo F X 

com (3 >O. Seja L(x) = F(x) exp{x} e suponha que()> 1. Temos então que 

F(x/8) _ L(x/8) { (1 ) } 
F(x) - L(x) exp -x 0- l 

Notemos que a equação acima só terá limite superior finito se L(xjB)/L(x) tender a zero 
mais rápido do que exp{ -x(1/B -1)} tende ao infinito, e neste caso 

lim F(xje) ~O. 
•-oo F(x) 

Suponha que a relação acima é verdadeira. Como () > 1 temos que x- () > (x- B2)/8 e 
então 

F(x- e) F((x- 8')/8) F((x- e')/8) F(x/8) o< - < = - -o 
- F(x) - F(x) F(x/8) F(x) 

quando x--+ oo, o que é absurdo, uma vez que F(x-fJ)/ P(x) --t exp (Bf]) quando x--+ oo. 
Portanto temos que F~ DV e Ç} n i:.' n DV ~o. O 
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Seguem abaixo alguns exemplos de distribuições propensas a outliers segundo as classes 
apresentadas nesta seção: 

• Distribuição em A n {Ç U DVY: 

2 . 
f(x) = S(2+smx)exp{-x} 

• Distribuições em Ç n C/: gama, exponencial dupla, logística 

• Distribuições em 'DV n çc: 

- Distribuição de Peter e Paul 

- f(x) = (lj1r) x (2 + sinx)/(1 + x2 ) 

A 

Q 

.c 

v v 

Figura 2.6: Outra possível classificação para as distribuições PO 
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Capítulo 3 

Alguns estudos sobre conflitos de 
informação 

Neste capítulo apresentamos resultados da literatura de conflitos de informação. Esta, por 
sua vez, está intimamente relacionada com o tratamento de outliers em inferência bayesi
ana. Dos diversos resultados, selecionamos aqueles que atribuem, direta ou indiretamente, 
distribuições de cauda pesada para pelo menos uma das fontes de informação. 

Na Seção 3.1 discutimos o que é um conflito de informação e o que significa resolvê
lo. Na Seção 3.2 discutimos o teorema de Dawid- resultado muito citado na literatura 
revisada. Apresentamos também o conjunto das condições de O'Hagan, que implicam o 
teorema de Dawid. Na Seção 3.3 apresentamos os resultados obtidos em Pericchi e Sansó 
\40] para resolução de conflitos entre as fontes. Na Seção 3.4 discutimos a medida credence 
e sua utilização em conflitos de informação quando as fontes possuem uma estrutura de 
locação. Por último, na Seção 3.5 discutimos o uso de distribuições de variação regular 
no estudo de conflitos de informação. 

3.1 Mais sobre conflitos de informação 

Suponhamos que estamos interessados em realizar inferências sobre a variável aleatória 
8. Com a função de verossimilhança, podemos obter informações sobre 8 através dos 
dados, enquanto que a priori reflete uma opinião prévia sobre este. Es~as duas fontes de 
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informação são combinadas para gerar inferências a posteriori sobre 8. Eventualmente, 
na presença de um outlier, uma das fontes pode gerar uma informação que desacredite a 
outra, gerando um conflito entre as fontes. 

Contudo, o interesse maior nos estudos de conflitos entre as fontes de informação não 
está em identificar um conflito, mas sim em dar suporte para que um possível conflito seja 
resolvido. Dizemos que um conflito de informação está resolvido se, de alguma forma, 
uma das fontes de informação domina as demais. Verificamos isto via o comportamento 
assintótico da distribuição a posteriori. Considere que f e g são as densidades das fontes de 
informação e seja p a densidade a posteriori para um determinado problema. Seja x uma 
observação. Na literatura estudada, predominam quatro tipos de situações específicas 
relacionadas aos conflitos de informação: 

1. Rejeição Completa: neste caso temos que p __,.f quando lxl ---> oo. A fonte de 
informação g é ignorada e inferências a posteriori são baseadas unicamente em f. 

2. Rejeição Parcial: neste caso temos que p __,. 1/Jf quando lxl __,. oo. A fonte de 
informação g não foi totalmente rejeitada, estando toda esta condensada em 1/J. 
Diz-se então que g se tornou pouco informativa. 

3. Dominância: neste caso, existem constantes K > k > O tais que para todo lxl 
suficientemente grande kf < p < K f. A posteriori é limitada por múltiplos positivos 
de f, e dizemos que f domina g. 

4. Falha: a distribuição a posteriori falha em conseguir conciliar as informa_ções em 
uma única moda. 

Notemos que deixamos em aberto a escolha entre f e g para a priori e VE)rossimilhança. 
O motivo disto é que podemos ter mais credibilidade na informação proveniente dos dados 
do que na informação a priori, resolvendo um possível conflito a favor dos dados. O 
contrário também é válido: podemos ter mais credibilidade na informação a priori do que 
nos dados, e neste caso, quando as fontes conflitarem, optaremos pela informação a priori. 

Com o intuito de explicitarmos melhor quando a posteriori não consegue resolver um 
conflito, consideremos f(xiB) a função de verossimilhança, 1r(B) a densidade a priori e 
p( Blx) a densidade a posteriori. Do teorema de Bayes temos 

j(xiB)1r(B) j(x!B)1r(e) 
p(Bix) =f j(xiB)1r(B)dB- m(x) (3.1) 
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onde m(x) = J f(xi6)1C(6)de. Notemos que m(x) será pequena sempre que o produto 
f(xl8)7r(O) for pequeno para todo e. Isto caracteriza um conflito de informação que a 
posteriori não consegue resolver, uma vez que para todo e no qual a verossimilhança é 
alta a priori é baixa e sempre que a densidade a priori é alta a verossimilhança de e é 
baixa, de modo que a forma da densidade a posteriori pode mudar dramaticamente em 
resposta a qualquer mudança nos valores das caudas de f(xiO) ou 1r(O). 

Contudo, não existe medida absoluta para o quão pequeno deveria ser m(x), a ponto 
de caracterizar um conflito entre as fontes de informação. Três possíveis índices, chamados 
de índices de surpresa, apresentados em O'Hagan e Foster [35], são_dados a seguir: 

I Sup j(xl8) 
· BE8 m(x) 

2 sup., m(x) 
· m(x) 

3. Jym(y)dy onde Y = {y' m(y) <: m(x)} 

O primeiro mensura, em certo sentido, o quão "surpreso" estaríamos com relação ao 
valor de x observado de acordo com a priori. A Figura 3.1 mostra a razão entre o índice 
de surpresa 1 de uma verossimilhança N(fJ, 1) e o de uma verossimilhança t{3l,BJ, ambas 
com priori N(O, 1). Notemos que a razão aumenta a medida que nos afastamos de zero, 
implicando que estamos mais "surpresos" em observar um valor absoluto elevado no caso 
em que a distribuição é normal em comparação com a t-Student. O segundo índice tenta 
mensurar a surpresa para outros valores de x considerando a priori utilizada, enquanto 
que o terceiro analisa a probabilidade de observar um dado com densidade marginal menor 
ou igual ao valor de m(x) para o dado observado. Notemos que os dois últimos índices 
violam o princípio da verossimilhança, uma vez que se referem a dados que não foram 
observados. 

A seguir, analisamos dois exemplos. No primeiro, consideramos o exemplo iniciado na 
introdução. No segundo consideramos o caso no qual o parâmetro de interesse é de escala 
e mostramos que a posteriori consegue resolver o conflito parcialmente. 

Exemplo 3.1. Consideremos que para um determinado problema tenhamos que Xl8 tem 
distribuição N(O, 1) e que 8 tem distribuição N(O, 1). Suponha que observamos x = 8, 
que neste caso é um valor atípico. Dissemos anteriormente que a posteriori falhava em 
resolver o conflito, uma vez que esta era fortemente influenciada pelo outlier. De fato, se 
observarmos a Figura 3.2, notaremos que a posteriori se encontra em uma região afastada 
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das modas das fontes e sua região de mais alta densidade corresponde à região das caudas 
das fontes. Podemos ver, na Figura 4.1, que o mesmo não acontece quando uma das fontes 
tem distribuição t-Student. 

Ainda na introdução, discutimos que a escolha da distribuição dos dados como sendo 
uma t-Student faria com que a posteriori convergisse para a priori quando lxl --+ oo. Na 
seção seguinte mostraremos que isto é verdadeiro com a utilização do teorema de Dawid. 

Exemplo 3.2. Consideremos agora que f(xj8) = 282x-3 J(e,oo) e que n(8) =e-e I(o,oo)(8). 
Notemos que E(Xj8) = 261 e que E(8) = 1. Assim, para um valor x observado, temos 
que a verossimilhança sugere que 8 esteja próximo de x/2 enquanto que a priori sugere 
que 8 esteja próximo de 1. Temos que se x --+ oo as fontes entrarão em conflito. Neste 
caso, 

Observemos que a informação proveniente dos dados não foi completamente rejeitada. 
Pode-se dizer que o termo 612 contém toda a informação do outlier. Este comportamento, 
onde a posteriori é proporcional à fonte dominante vezes um polinômio é característico 
das distribuições de variação regular, como será discutido na Seção 3.5. 

3.2 O teorema de Dawid 

Na seção anterior vimos exemplos de situações de conflito entre as fontes de informação. 
Vimos que a escolha de certas distribuições acarreta decisões capazes de resolver o conflito, 
no sentido de que uma das fontes de informação será mais privilegiada que as demais. A
presentamos nesta seção um resultado bastante referenciado na literatura pesquisada, que 
nos permite dar condições suficientes para escolher distribuições com as quais um conflito 
estará resolvido em favor de uma das fontes. Considere um problema com verossimilhança 
g(xj8) = f(x- 8) conhecida. Temos então o seguinte teorema: 

Teorema 3.1 (Condições de Dawid). Sejam g a verossimilhança tal que g(xjtheta) -
j(x- 8), 1r a densidade a priori para 8 e suponha que a esperança a priori de M(8) 
seja finita. Então as seguintes condições são suficientes para que a esperança a posteriori 
E{M(8)IX = x} convirja para a esperança a priori E,{M(G)} quando x--+ oo 
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v., ......... 

Figura 3.1: Razão entre os índices de surpresa 1 de uma verossimilhança N(B, 1) e uma 
t(31,B), ambas considerando uma priori N(O, 1). 

' !'o<!<! ... 

. 
o 

' •.. v"'"""''"'""' ' 

' 

' 
,;_ c. 

o o ' " ,_ 

Figura 3.2: Priori, Verossimilhança e Posteriori em função de 6 com x = 8 
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1. Dados e> O, y' >O existe x0 tal que para todo x > x0 

lf(x')- f(x)l < cf(x) 

sempre que lx'- xl < y'. 

2. Para algumas constantes B, C, 

O< f(x') < Cf(x) 

sempre que x' > x > B. 

3. (a) r k(0)1r(O)d& < oo 

(bJ r IM(O)Ik(e)7r(e)de < oo 

onde k(O) ~ sup"{f(x- 0)/f(x)). 

Demonstração. Suponha que valem as três condições do teorema. Sejam 
n(x) ~f" M(e)j(x- e)1r(O)de e m(x) ~ f,J(x- e)1r(O)de. Temos que 

E{M(G)IX ~ x) ~ JIR M(e)j(x- 0)1r(e)dO ~ n(x). 
m(x) m(x) 

Então 

{
n(x) E {M(8)}} - 1 M(e)j(x- e)7r(e)- M(")~(")de 
f(x) - ' f( ) o " u 

lR X 

- ( M(e)1r(e) {f(x- e) -I} de. 
}JR f(x) 

Suponha que x > B. Então, para h > O, 

j (1: + [) M(e)1r(e) { t(;(:/) -I} dej 

< 1: IM(e)l7r(e) jt(;(:/) -1j de+ [ IM(e)l7r(e) jt(;(:)e) -1j de 

< 1: IM(e)l7r(e) er;(:/) + 1) dH [ !M(e)l1r(e) c(;(:/)+ 1) de 

< (C+ 1) 1: IM(e)l7r(e)de + Joo IM(e)l7r(e)(k(e) + l)de, 
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que tende a zero quando h tende ao infinito em virtude de (3)(b) e pela existência de 
E7T{M(8)}. Além disso, para h fixado, temos que 

logo, pela condição (1) 

quando x - oo. Assim, fazendo h - oo e x - oo, temos que 

e portanto 

n(x) 
f(x) ~ E,{M(e)) 

quando x- oo. Agora, fazendo M(B) = 11 temos que 

quando x - oo. Portanto, temos que 

E{M(8)[X = x) = n(x) = n(x) j(x) ~ E,{M(e)) 
m(x) j(x) m(x) 

quando x - oo. D 

Agora, seja A o espaço paramétrica. Tomemos M(A) = I(A), onde A C A. Temos 
então que E1T{M(A)} = JA n(B)dB e, desde que as condições do Teorema 3.1 estejam 
verificadas, temos que 

quando x - oo. O resultado acima mostra que, quando satisfeitas as condições de 
Dawid, a distribuição a posteriori converge para a distribuição a priori. Temos então uma 
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completa rejeição do outlier, ou ainda, temos que os dados se tornam pouco informativos. 
Neste caso dizemos que o conflito foi resolvido a favor da distribuição a priori. 

Agora, suponhamos que g(x!B) = f(x- 8) é a verossimilhança e que 1r(B) é a priori. 
Se tomarmos<!>~ X- 8 teremos que g(~ + 818) ~ f(<P) e que 1r(8) ~ 1r(x- <P) e disto 
temos que L f(x- 8)1r(8)dB ~L j(,P)1r(x- <P)d<P ~ m(x). 

Portanto podemos enunciar o Teorema 3.1 impondo as mesmas condições sobre a densi
dade da distribuição a priori 1r(8). Assim, se as condições estiverem satisfeitas: 

E{M(x- 8)1X ~ x} ~ 
f e M(x- B)f(x- 8)1r(B)d8 

m(x) 

_ f.M(<P)f(</>)1r(x-<f>)d<P ~E {M(<P)} 
m(x) 1 

quando x ......__,. oo, onde E1(.) representa a esperança com relação a densidade f. Neste 
caso temos que a informação a priori foi rejeitada e a informação a posteriori é baseada 
na verossimilhança. 

Podemos agora concluir o Exemplo 3.1 Notemos que para a distribuição t-Student 
com v graus de liberdade, temos que 

que se comporta como zv+l no infinito. Assim, o teorema será válido sempre que E(zv+l) 
exiStir. Se assumirmos que XI& tem distribuição t-Student com parâmetro de locação e 
e com v graus de liberdade e que e tem distribuição normal, teremos que a posteriori 
Glx irá convergir para a distribuição normal quando x ......__,. oo. Contudo, se assumirmos 
que XIB tem distribuição N(B,a2) e que e tem distribuição tv teremos que a posteriori 
convergirá para a distribuição N(x,a2 ) e portanto E(8lx)- x----+ O quando x--+ oo. 

3.2.1 As condições de ü'Hagan 

O'Hagan em [33] estabeleceu um conjunto alternativo de condições suficientes para as 
condições de Dawid. Este conjunto é dado a seguir: 
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Teorema 3.2. As seguintes condições são suficientes para que E(M(tl)]x).......,. E1r(M(tl)) 
quando x - oo: 

1. Dados e > O, y' > O existe x0 tal que para todo x > x0 

lf(x')- f(x)l < Ej(x) 

sempre que lx' - x] < y' 

2. (a) f(y) é contínua e positiva para todo y E R 

{b} Existe B tal que para todo y ~ B, 

i. f(y) é decrescente em y, 

ii. b(y) = dlogf(y)/dy existe e é crescente em y. 

(c) Existe um C-:::; B tal que, para todo y-:::; C, f(y) é crescente em y. 

3. (a) f j(e)-11r(B)d8 < oo 

(bJ f IM(8Jit(e)-11r(B)de < oo 

Demonstração. Notemos primeiramente que as condições (1) e (2)(b)(i) de O'Hagan im
plicam, respectivamente, as condições (1) e (2) de Dawid. Mostraremos que, dado este 
novo conjunto de condições, vale a terceira condição de Dawid. Demonstraremos isto em 
três partes: 

Parte 1: Mostraremos que existe um x0 <c tal que se() > B- Xo teremos que k(8) é 
atingido no intervalo C+ 8 -:::; x ::; B + 8. Primeiramente façamos r( x, 8) = f ( x - fJ) f f( x). 
Temos então que 

f(x- e) 
logr(x, e)= log f(x) = log(J(x- e)) -log(f(x)) 

é decrescente em e >o e X> E+ e por (2)(b)(ii). 

Se x-:::; C, temos que r(x,8) -:::; 1. Como existem valores de r(x,()) > 1 o supremo de 
r(xle) é atingido em x >C. Agora, por (2)(a) e (2)(c) e pelo fato de que f é densidade, 
existe uma constante x0 <C tal que f(x0 ) ~ infc::;x::;B f(x) :-.:;; f(x), para C~ x ~ B, e 
e ~ E- Xo e c:;; X:;; E, temos que X- e :;; Xo, f(x- e) :;; infc<x<B f(x) :;; f(x), e 
então r(x]tl) ~ 1. O supremo de r(x, tl) deve portanto ser atingido em x > B. 
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Finalmente, se e > B - Xo e B < X < c+ e o numerador em r(x, e) é crescente e o 
denominador é decrescente. Assim, neste conjunto, r(x, 8) é função crescente. O supremo 
deve portanto ser atingido em x:;:::: C+ e. 

Parte 2: Mostraremos que existem D > O e ()* > O tais que se 8 > ()* teremos que 
k(e) :<; D[j(e)t'. Para tanto, notemos da Parte 1 que se e > B - Xo então k(e) ~ 
f(z(e))/J(e + z(e)), onde C:<; z(e) :<; B. Tomando f,~ supc<,<Bf(x) temos que se 
e > B- x 0 , k(e) :<; f ,f j(e + z(e)) e então, de (2)(b)(i), J(B)/ J(B + B) < 1 +c. Disto, 
basta tomar D ~ j,(! +r). 

Parte 3: Nas partes 1 e 2 mostramos que k(8) é atingido e majorado por D[f(e)t1
• 

Portanto a condição (3) de Dawid estará satisfeita se a condição (3) de O'Hagan o estiver. 
D 

Uma característica interessante deste teorema é troca da condição (3){a) de Dawid 
pela condição (3)(a) de O'Hagan. 

Exemplo 3.3. Suponha que X dado 8 tenha distribuição Boxe Tiao 

' exp{ -[x- B[I+iJ} 
f(x[B) ~ 2r (';") 

com X E JR, f] > 1. Suponha ainda que e tenha distribuição N(O, 1). Mostraremos, 
utilizando as condições de O'Hagan que em caso de conflito a esperança a posteriori 
tenderá para a esperança a priori. Notemos primeiramente que 

'--f(,_,x,-,
8
-') ~ exp {-lx- B[ '~' + [x[ '~'} ~ 1 

f(x) 

quando lxl ------. oo, estando satisfeita a primeira condição. Notemos agora que 

• f é contínua 

• J(y) é decrescente para todo y >O 

• Para todo y > O, temos que 

é crescente em y 

d 2 J-6 
-logf(y) ~ ---y•+' 
dy 1 +13 
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o f(y) é decrescente para todo y <:O 

e portanto a segunda condição de O'Hagan está satisfeita. Por último, notemos que 

estando satisfeita a terceira condição de O'Hagan. Portanto 

E(Gix) ~O 

quando x ---+ oo. 

3.3 O teorema de Pericchi e Sansó 

As condições de Dawid e as de O'Hagan conduzem-nos, no caso de uma única observação, 
ao problema no qual a distribuição a posteriori para um parâmetro de locação converge 
para a priori quando a observação converge para o infinito. Em tais casos, a informação 
da observação é perdida, no sentido de que a verossimilhança converge para a densidade 
(imprópria) uniforme na reta. Entretanto, o resultado a seguir, enunciado por Pericchi e 
Sansó em [40], mostra que é possível que uma das fontes de informação convirja para outra 
densidade (também imprópria). Nesta seção, considere uma verossimilhança g(xl6l) = 

f(x- 8) e uma densidade a priori 1r(6l). Enunciamos a seguir os resultados principais de 
J40J: 
Teorema 3.3. Seja f(x- e) a verossimilhança de uma observação x, onde e é um pa
râmetro de locação, e seja 1r(8) a densidade a priori para(} tal que 1r(e) > O para todo 
8 E IR. Defina 

o k(t) = sup" 1r(x- t)f';r(x) 

• h(t) = lim"-oo 1r(x- t)j1r(x) 

onde assumimos que o limite existe para todo t E lR. Então se para todo t E lR, 

1. f itik(t)f(t)dt < 00 
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2. f k(t)f(t)dt < oo, f(t) > O, para todo tE IR 

temos que Iimx__,00 p(x- e E Alx) = Q(A) para qualquer A mensurável, onde Q é uma 
função de distribuição com densidade proporcional a étj(t) para À= logh(l) .2:: O. Disto 
temos que E(Gix)- x é limitado para x E IR. 

Demonstração. Temos que 

p(B-xEA[x) ~ 
fA+x tr(B)f(x- B)dB 

fiR -;r(B)f(x- B)dB 

"f ,A'-'{~-;r (
7
x_-_t"i-) /--c1r,:..,( xcéé)}écfic( t )

7
dt f A h ( t) f ( t) dt ( ) 

' ~ ~QA f IR { -;r(x - t)tr(x)} f(t)dt f R h( t)f(t)dt 

por convergência dominada. O limite h(t) é o mesmo dado no Lema 2.35 sendo portanto 
igual a h(t) = e>.t e como 1r é densidade, temos que À ;::: O. Assim, Q é proporcional a 
eÀt f(t). Para mostrar que a esperança é limitada, observemos que 

E(8[x)- X ~ 

terminando a demonstração. o 

Neste caso, temos que a influência a priori sobre a posteriori é limitada. Intuitivamente 
podemos dizer que toda a informação a priori sobre o outlier-está condensada em h(t) = 
eM 1 ocorrendo uma rejeição parcial da fonte informação conflitante. 

Corolário 3.4. Se F é simétrica em tomo de zero, então 

lim E(8[x)- x ~O 
x-oo 

se e somente se À = O 

Corolário 3.5. Se a verossimilhança é normal com média B e variância a 2 então 

lim E(8[x)- x ~ -Àu2 

x-oo 

48 



O Teorema 3.3 pode ser reformulado sem maiores dificuldades para o caso em que 
desejamos rejeitar a informação proveniente dos dados, de maneira análoga ao que foi 

feito com as condições de Dawid. 

Exemplo 3.4. Primeiramente suponha que X dado 8 =()tenha distribuição N(fl, 1) e 
que 8 tenha distribuição exponencial dupla. Neste caso, temos que 

• k(t) = sup, '~(~ 1 '
1 = exp{ -lx-ti+ lxl} =e' 

h(t) _ 1. '1"-'1 _ ' 
• - lmx_,00 ~ - e 

e as integrais 

• JRexp{t-t2 /2}dt 

• JRitlexp{t-t2 /2}dt 

são finitas e portanto são válidas as condições do Teorema 3.3. Além disso, pelo Corolário 
3.5, temos que 

lim E(8lx)- x =-I ,_= 
Agora, se supormos que X dado e = 8 tem distribuição normal N(e, a 2

) e que e tem 
distribuição logística, teremos que k(t) = h(t) = et e portanto poderemos realizar uma 
análise análoga à feita no caso anterior. 

3.4 Credence 

3.4.1 Definições e propriedades básicas 

Criada por O'Hagan em [36]: a credence é uma medida de cauda que pode auxiliar na 
resolução de um possível conflito de informação. Damos a definição a seguir: 

Definição 3.6. Uma densidade f em IR tem credence c, denotado por cred(f) = c, se 
existirem K ;;::: k > O tais que pam todo x E IR 

k 5 (I+ x2)'12 f(x) 5 K (3.2) 
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Dada uma variável aleatória X, dizemos que cred(X) =c se a distribuição de X possuir 
uma densidade com credence c. 

A definição anterior foi motivada pelo uso da distribuição t-Student em problemas de 
conflitos de informação. Notemos que uma t com d graus de liberdade tem credence 1 + d. 
No entanto, uma densidade com credence não necessariamente satisfaz qualquer condição 
de regularidade, como monotonicidade e continuidade nas caudas. Notemos ainda que 
credence não é uma medid·a geral para o peso de caudas e que cred(.) não está definida 
para várias densidades. Se cred(.) está definido, então esta é única. 

Lema 3. 7. Para quaisquer a f O e b, existem L :;:::: l > O tais que para todo x E lR 

I 
1+(ax+b)2 L 

::; l+x2 ::; · 

Demonstração. A demonstração deste lema será construída em três partes. 

Parte 1: Mostraremos que para qualquer a f- O existem La?::: la >O tais que 

Seja 

1 
< l+(ax) 2 

a_ 1+x2 

<>(X)o= l+(ax)
2 

1 +x2 

Então, temos que limx ..... oo a(x )a = limx-.-oo u(x )a = a2
, que 

e que 

2x 

1 + x 2 

d' 2a2 (1- a2 x') 2(1- x') 
dx2 ]og<>(X)o = [! + (ax)']' - [1 + x2]' · 

(3.3) 

(3.4) 

Fazendo (3.3) igual a zero, encontramos o ponto crítico x = O. Substituindo este ponto 
em (3.4) temos que: 

• o ponto crítico será ponto de máximo se a E ( -1, 1). Neste caso a2
::; a(x)a ::=::; 1 
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• o ponto crítico será ponto de mínimo se a E ( -oo, -1) U (1, oo ). Neste caso 1 :::; 
cr(x)a:::; a2 

• o ponto crítico será ponto de inflexão se a E { -1, 1} e cr(x)a = 1 para qualquer 
xE R 

Faça la.= min{1, a2
} e La.= max{1, a2

}. Então la.:::; a(x)a. ~ La, completando esta parte 
da demonstração. 

Parte 2: Mostraremos que para qualquer b existem Lb :2: lb > O tais que 

l < l+(x+b)' <L. 
b- 1 +x2 - b 

Tome 
a(x),~ l+(x+b)

2 

1 + x2 

Notemos que limx ...... oo o-(x )b = limx ...... -oo o-(x )b = 1, que 

d 2(x+b) 2x 
-d !oga(x)b ~ ( b)'---2 x l+x+ l+x 

e que 

d' 2-2(x+b)2 2-2x2 

dx'!oga(x)b~ [l+(x+b)'J'- (l+x 2) 2 . 

Fazendo (3.6) igual a zero, temos 

(x-b)(l+x')-x-x(x+b) 2 ~o => -x 2 -bx+l~O 

assim, temos os seguintes pontos críticos 

x' ~ ::_b =±c:vc..:b;;-' ...:.+__::4 
-2 

(3.5) 

(3.6) 

(3.7) 

Para não carregar a notação, tornemos .ó. = Jb2 + 4. Aplicando em (3.7) os pontos 
críticos encontrados temos que 

cF 1 1-(x'+b)2 1-x12 

dx'!oga(x) o: [1 + (x' + b) 2]'- (1 + x~)' · 
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Notemos que 

1-(x'+b)2 

(1 + (x' + b) 2
)
2 

(1 + x'2 )
2 

então temos que 

d' 
dx'!oga(x') ex (l>±b)2 (-b2 ±M)-(i>'fb)2 (-b2 'fbl>) 

ex ±(M3
- b3L>) = ±4bl> 

portanto, para b f- O, teremos que um dos pontos críticos será de máximo e o outro será 
de mínimo, dependendo do sinal de b. As possibilidades são: 

• Se b < O, então -(b + D..)/2 será ponto de máximo e -(b- D..)/2 será ponto de 
mínimo. Neste caso, L,= (I>- b)/(6 + b) e 1, =(L>+ b)/(6- b) 

• Se b > O, então -(b + D..)/2 será ponto de mínimo e -(b- D..)/2 será ponto de 
máximo. Neste caso, L,= (I>+ b)/(6- b) e 1, =(L>- b)/(.0. + b) 

• Se b = O, então ambos os pontos serão de inflexão e, neste caso, l = L = 1 

Assim, concluímos esta parte da demonstração tomando 

• 1, = min{(6 + b)/(6- b), (L>- b)/(6 + b)) 

• L,= max{(6 + b)/(6- b), (6- b)/(6 + b)). 

Parte 3: Para concluirmos a demonstração, notemos que 

1+(ax+b)' 1+(ax+b)2 1+(ax)2 1+(y+b)' 1+y2 

1+x2 1+(ax)2 1+x' 1 + '!} 1 + (y/a) 2 
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onde y = ax. Sabemos que das partes 1 e 2 existem h;a 1 h, L1;a e Lb tais que 

~ < I+ (ax + b)' < L, 
L 1;a - I+ (yja) 2 - l1;a 

assim, basta tornarmos l = h/ L1;a e L = Lb/ll/a· o 

Teorema 3.8 (Invariância). Seja X uma variável aleatória com distribuição contínua. 
Se cred(X) =c, então para quaisquer a e b, 

cred(aX + b) ~c. 

Demonstração. Seja f a densidade de X e seja g a densidade de aX +b. Então g(xla, b) = 
a-1 f(a- 1(x- b)). Assim 

~(! + x2 )•12 f (x- b) ~~(I+ (ay + b)')•i' f(y) 
a a a 

~(I+ (ay + b)')c/2 (I+ y')c/2 J(y) 
a 1 + y2 

onde y = a-1(x- b). Utilizando o Lema 3.7 e o fato de que f possui credence, temos que 

portanto, cred(g) = c. o 

O Lema 3. 7 estabelece diretamente que a distribuição t-Student padrão com d graus 
de liberdade possui credence d + 1. De fato, supondo que f é uma densidade t-Student 
com parâmetros de locação e escala, temos que 

Em geral, credence independe de locação e escala. 
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Teorema 3.9 (Convolução). Sejam X e Y variáveis aleatórias independentes com dis
tribuições contínuas, tais que cred(X) = c e cred(Y) =é. Então 

cred(X + Y) ~ min{c,c'}. (3.8) 

Demonstração. Sejam f a densidade de X e g a densidade de Y. Sejam c*= min{c,c'} e 
seja m(x) a densidade de X+ Y, isto é, m(x) ~ fv f(x-y)g(y)dy. Como X e Y possuem 
credence existem constantes K 1 ;::: k1 >O e K 9 ;::: k9 >O tais que 

kt :0: (1 + (x- y)2t'12 f(x- y) :0: Kt 

e que 
k, ::; (1 + y')-of2g(y) ::; K,. 

Para o limitante inferior, notemos que 

{
I+ (x- y)

2}''
1
' {I+ y

2
}'

12 
f(x- y)g(y) ~ f(x- y)g(y) I+ (x- y)2 I+ y2 

Tomemos c> O. Se supormos que y E [O,c], teremos 

f(x- y)g(y) ;:: ktk
9

(1 + x2)-o'l2 (1 + e2)-'12 >O. 

Agora, se supormos que y E [x- c, x], teremos 

f(x- y)g(y) ;:: k1k
9
(l + x2 )-'12 (l + e')-o'/2 >O. 

Portanto 

(I+ x 2)'"12l f(x- y)g(y)dy ;:: k,., >O 

onde km = k1k9 (1 + .::2 )-c'/2 • Para o limitante superior, observemos que 

m(x) ~ l f(x- y)g(y)dy 

(L'+ 1:)f(x-y)g(y)c:i:=~i:r c:~r dy 

< 1"12 
K 1g(y)(l + (x- y)2 )-"i'dy + 1

00 

K 9 f(x- y)(l + y2 )-'12dy 
-oo x/2 

< Kt (I+ x') -o'/21•/2 g(y)~y + K, (I+ x2) -o/21oo J(x- y)dy 
4 -oo 4 x/2 

< (Kf + K,) (I+:') -o"/2 ~ (4 + x2)-o"/2 { K~ +c-K,} :0: (I+ x')-o"/2Km 
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onde Km = (K1 + K 9 )2c*. Assim, tomando E suficientemente pequeno teremos que Km :?: 
km >O. O 

O conceito de credence é facilmente estendido para o caso em que temos várias fontes 
de informação. Suponhamos que X 1 , .•• ,Xn são independentemente distribuídas dado 
8 =()e que a densidade de Xi seja gi(xi- 8). Com isto, temos o seguinte teorema. 

Teorema 3.10 (Agrupamento). Para i= 1, ... , m, seja cred(gi) = t;:-. Seja 

f(t) ~ rr g,(x, + t) 
i=l 

Então cred(f) ~I;;:, e;. 

Demonstração. Suponhamos que o teorema é válido para i= 1, ... , m- 1. Temos então 
que existem constantes K :?: k > O e Krn :?: krn > O tais que 

m-1 

k ~ (I+ t 2 )2:~;' oi' I1 g,(x, + t) ~ K 
i=l 

e que 

Disto temos que 

m 

(I+ t')2:~, o/2 rr g,(x, + t) 
i=l 

portanto temos que 

kkm ~ (!+t 2 )L~''d 2 j(t) ~ KKm 

e portanto cred(f) ~ I;;:, e;/2. D 

Definição 3.11 (Credence Infinita). Dizemos que uma densidade possui credence infinita 
se para quaisquer c e k > O existir um A tal que para todo lxl > A tenhamos 

(! + x2
)'/

2 f(x) < k. (3.9) 
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Neste caso, podemos considerar a distribuição normal e a família Box-Tiao com den
sidades proporcionais a exp( -lxlb) como tendo credence infinita. 

Veremos posteriormente, na Seção 4.4, que a medida credence está relacionada com a 
classe ERV. 

3.4.2 O uso de credence em conflitos de informação 

Utilizando-se a credence das fontes de informação, O'Hagan [36] criou um novo conceito 
de rejeição de outliers para o caso onde uma das fontes (ou ambas) pertencem à família 
locação. Neste conceito, temos que uma das fontes domina a outra, no sentido de que 
a posteriori está limitada por múltiplos positivos da fonte dominante para jxj suficiente
mente grande. Neste caso dizemos que um conflito é resolvido a favor da fonte com maior 
credence (como será mostrado mais adiante no Teorema 3.13). Nesta seção discutiremos 
este conceito e apresentaremos seus principais resultados. 

Consideremos que foi realizada uma observação de X com densidade g(xjB) = f(x-8). 
Suponhamos que a densidade para 8 é dada por 1r(8) e que a densidade a posteriori 
é dada por p(elx). Sejam cred(f) ~ c', cred(1r) ~ c e cred(m) ~ c', onde m(x) -
fe f(x- 8)1r(8)d8. Assim, sabemos que existem constantes K 1 ~ k1 >O tais que 

k1 <: (! + (x- e)'y'i' f(x- e)<: K1, 

existem constantes K1r ~ k1r >O tais que 

k, <: (l + e')'l',.(e) <: K., 

e existem constantes Km ~ km > O tais que 

km <: (! + x 2 )''l'm(x) <: Km 

onde c*= min{c, c'}. 

Teorema 3.12 (Credence da Posteriori). Para todo x, cred(p) =c+ C. 

Demonstração. Como m(x) não depende de e, notemos primeiramente que 

(1 +e')~ f(x- e),.( e) 
m(x) 

(!+e'),,,. J(x- e),.( e) { 1 +(x-e)' }"i' { 1 +e'}'/' 
m(x) 1+(x-e)2 l+e' 
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Portanto, utilizando o fato de que f e 1r possuem credence temos que 

< K1K, {I+ (x-e)'}_,, 1' < KJK,
1
_,;2 

- m(x) l+e2 - m(x) 

e de maneira análoga, 

onde L e l são dados pelo Lema 3.7. 

Teorema 3.13 (Rejeição). Se c> c' então: 

> ktkTr L-c'/2 
m(x) 

D 

1. para quaisquer d > O e e > O dados, existe um Xo tal que para todo [x[ > x0 e para 
iodo 1e1 < d, 

2. para toda t: JR+ ~ JR+ tal que t(x) ~ oo quando x---+ oo, 

lim P(l81 > t(lxl)lx) ~O 
lxl->oo 

Demonstração. Notemos que 

p(elx) ~ f(x- e)(!+ (x- e)')"l' {I+ (x-e)' }-o'/' 
,.(e) m(x)(l + x')éi' I+ x' · 

Como f e m possuem credencel temos que 

e que 

p(elx) < K1 {!+(x-e)'}-''1' 
1r( e) - k, I + x2 

p(elx) > k1 {l+(x-e)'}-éi' 
1r(e) - Km I+ x 2 

(3.!0) 

(3.11) 

Notemos agora que o termo entre chaves nas últimas duas inequações converge para 1 
quando [x[ ---+ oo, logo para qualquer e> O existe um xo tal que para todo lxl > Xo 
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concluindo a demonstração de (1). Para demonstrar (2) consideraremos, por simetria, 
somente o caso onde x > O. Temos que 

P(e < -t(x)jx) = 1-<Cxl f(x- B)1r(B) dB 

-oo m(x) 

1
-<(x) f(x- B)1r(B) {] + (x- B)'}d/2 { 1 +x2}d/2 dB 

-oo m(x) l+(x-B)' l+x2 

< _L(! +x2)"i2 1r(B)(1 + (x- B) 2 )-o'i2dB 
K 1-<(x) 
krr. -oo 
Kj {1+(x+t(x))'}-"l

21-'(x) < - 1r(B)dB ~O 
km 1 + x2 -oo 

quando x ---.. oo. Agora, consideremos que a > O. Temos então que 

P(8 > axjx) l
oo f(x- B)-;c(B) dB = {

00 f(x- ax -!')1r(ax +!')di' 
"" m(x) }0 m(x) 

< ---"(! + x2 )-"i'(1 + a2x2)-df2 f(x- ax -!')di' K 1oo 
km O 

< K"(l+x2)-c'/2(1+a2x2tc'/2-o 
km 

quando x - co. Esta demonstração é suficiente para completar a prova no caso em que 
t(x)- co mais rápido que ax para algum a. Em caso contrário, calculemos 

P(t(x) < 8 S axjx) = 1"" f(x- B)1r(B) dB 
<(x) m(x) 

< Kf { 1 + (1- ~)2x2 }-"'1'1= 7r(B)dB ~O 
km 1 +X t(x) 

pois o termo antes da integral converge para (1- a)2 e a integral converge para O quando 
t(x)- oo, completando a demonstração. D 

Antes de interpretar o teorema acima, convém discutir o caso onde f e g são densidades 
normais. Neste caso a posteriori também será normal, sua variância independerá de x 
e sua média será ax, onde O < a < 1. Quando lxl cresce, notemos primeiramente que 
nas vizinhanças de x e O a probabilidade a posteriori tende a O, ignorando o fato de que 
são nestas duas vizinhanças que as fontes de informação sugerem onde e deveria estar. 
Em vez disso, a probabilidade a posteriori se concentra em torno de ax. Em contraste, 
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no fenômeno de rejeição de outliers, quando lxl - oo uma fonte de informação domina 
a outra e a probabilidade a posteriori se concentra em torno da informação dominante, 
tendendo a zero em qualquer outra parte. O resultado (1) do teorema acima nos diz 
que as probabilidades a posteriori para qualquer e fixados estão limitadas por múltiplos 
positivos da priori. Assim, a fonte de informação que possuir a maior crendece dominará 
a outra. O resultado (2) diz que as probabilidades a posteriori aplicadas em uma função 
de x convergem para zero em qualquer parte quando x tende ao infinito. Em part~cular, 
a sugestão da verossimilhança de que 8 está próximo da vizinhança de x é ignorada no 
limite. No mais, não há nenhuma probabilidade a posteriori na vizinhança de ax, o que 
contrasta com o caso normal. 

O teorema ainda é válido quando uma das fontes possui credence finita e a outra não, 
mas ele não necessariamente será verdadeiro se ambas possuírem credence infinita (temos 
que ter uma credence maior que a outra). Como já discutimos, a rejeição não ocorre 
no caso de distribuições normais. É interessante notarmos que a rejeição ocorre nas 
distribuições Box-Tiao (f(y) ex exp( -lyi2/(B+l})) com {3 > 1, mesmo esta tendo credence 
infinita. 

3.5 Resolvendo conflitos de informação em RV 

Muito se tem discutido na literatura sobre condições suficientes para resolver conflitos de 
informação quando uma das fontes assume uma estrutura de locação. Contudo, são poucos 
os resultados que se preocuparam com outras estruturas. Nesta seção apresentaremos os 
resultados obtidos por Andrade e O'Hagan J21 supondo que pelo menos uma das fontes de 
informação possui distribuição de variação regular, assumindo ou uma estrutura de escala 
ou uma de locação. 

3.5.1 Estrutura parâmetro de escala 

Rejeitando a informação dos dados 

Considere um modelo escala puro, ou seja, f(xlfJ) = (1/B)h(x/6), e apenas uma observa
ção. O seguinte resultado dá condições para que um conflito possa ser resolvido em favor 
da priori. 
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Teorema 3.14. Seja XI e - 9 tal que 9 é da forma 9(xl8) ~ (1je)[(xje) e e - Jr. Se 
para alguns O < ó < p 

1. fERV_,_ 1 

2. f e e'+'"(e)de <co 

Então 

quando x ----. oo. 

Demonstração. A distribuição a posteriori é dada por 

p(Bix) ~ 9(xle)1r(B) ~ (l/B)f(x/B)"(e) 
f e 9(xle)1r(e)dB j 9 (ljB)J(x/B)1r(e)dB 

Dividindo o numerador e o denominador por f(x) e tomando o limite de p(Bix) quando 
x __,. oo, temos 

(3.12) 

supondo que os dois limites existam e o denominador seja não nulo. Notemos que o 
numerador em (3.12) é 8Pn(8). Para encontrar o limite do denominador, observemos do 
Lema 2.10 que para qualquer c> 1 e O >O e para todo x suficientemente grande 

Agora, notemos que 

~ f(xjB) 1r(e) < ~1r(B) max{e'+1- 6 e!>+'+') e f(x) -e ' · 

1= ~ max{B'+'-6 , ep+l+6 )1r(B)de 1' max{e'-6
, B'+6 )1r(B)dB 

+ 1= max{B'-6 ,e'+6)Jr(e)dB 

- 1' B'-61r(B)dB + 1= B'+81r(B)dB 

< 11

1r(B)dB + 1= B'+'p(B)dB 
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que é finito pela condição 2. Disto, podemos utilizar o teorema da convergência dominada 
na integral em (3.12) e obter 

quando x- oo D 

O teorema acima nos.diz que se escolhermos uma distribuição de variação regular 
para os dados e uma distribuição com a cauda mais leve para a distribuição a priori, a 
distribuição a posteriori se tornará independente do outlier quando este estiver suficien
temente afastado da distribuição a priori. Notemos que, diferente dos resultados obtidos 
por Dawid [13] e O'Hagan[33j, não existe uma completa rejeição do outlier. Apesar da 
distribuição a posteriori limite não depender de x, esta é uma combinação entre (JP e a 
distribuição a priori. Pode-se pensar em (JP como uma distribuição imprópria para os da
dos que carrega pouca informação sobre estes, ou mais formalmente podemos dizer que os 
dados se tornam pouco informativos. Neste caso, dizemos que houve uma rejeição parcial 
do outlier. 

V árias observações 

O teorema 3.14 pode ser generalizado para o caso onde temos várias observações. Neste 
caso podemos ter um ou mais outliers na amostra. Para nossos propósitos considere que 
o grupo de outliers está concentrado em torno de um centro afastado dos demais dados. 
Isto é equivalente a pensar que o i-ésimo outlier é da forma Xi = x + ei, para algum l.::il 
fixado. 

Para mostrar que o teorema 3.14 se aplica para várias obervações, suponhamos que 
x1 , ... , Xn é amostra aleatória independente distribuída de acordo com 
gi(xiiB) = (1/B)ji(xdB), com i = {1, ... , n }. Assim, teremos que a distribuição con
junta dos dados será g(xl8) ~ (!je)n X IT~~l g(x;l8). Suponhamos também que e te
nha distribuição n(B). Suponhamos ainda que as observações Xj com j E I são ou
tliers onde I U Ic = {1, ... , n }. Assim, podemos escrever a verossimilhança como sendo 
g(xlx) ~ (!je)n X IT,,I f((x+c:,)/B)x ITjEl' f(x,j8)x7r(8). Supondo que cada j, E nv -p, 

temos pela Proposição 2.11 que TijEJ f((x+c:i)/B) E 'R. V_ L;w Assim, pelo teorema 3.14, 
teremos que se estiverem satisfeitaa as condições 
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2. fe epH X njEl' g(x;IB) X 7r(B)de < 00 para algum 8 >o 

então temos que 

quando x --+ oo. 

3.5.2 Rejeitando a informação a priori 

Os resultados vistos anteriormente nesta seção lidam com o caso no qual estamos inte
ressados em resolver conflitos a favor da distribuição a priori. Consideraremos agora o 
caso em que temos condições suficientes para rejeitar a informação a priori a favor da 
distribuição dos dados em caso de conflito entre as fontes. Neste caso, acreditamos que, 
de alguma forma, a informação disponível para a formulação da distribuição a priori pode 
produzir uma densidade que discorde dos dados. 

Considere a transformação de 8 para ti>= IYI/8. Utilizando o método do Jacobiano, 
obtemos que 

Po(<PIY) 

~ 

I. ( 1/ q)) f (yq) /lyl)7r(l Yl/ q) )dq) 
(1/ <P) f( sgn(y )q) )1r( IYI/ <P) 

J.(1/q) )f(sgn(y)<P )1r(IYI/ <P )d<P 

onde sgn(y) ~ 1 se y :>O e sgn(y) ~ -1 se y <O. 

Notemos que pq,(ftiy) é a distribuição a posteriori de um parâmetro de escala, onde 
f(sgn(y)~) e q(yjq)) ~ (1/q)) x 7r(IYI/<P) fazem o papel de priori e verossimilhança res
pectivamente. Assim, supondo que f tem a cauda mais leve que a de 1r e 1r E 'RV -(p+I) 

(p > 0), podemos aplicar o teorema 3.14 e obter 

Em outras palavras, se escolhermos uma distribuição de variação regular para a priori 
e uma distribuição com a cauda mais leve para oS dados, a distribuição a posteriori se 
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tornará aproximadamente independente da informação a priori se esta estiver distante dos 
dados 1 e então a distribuição a posteriori será baseada principalmente na verossimilhança. 
Entretanto1 não ocorrerá uma completa rejeição da informação a priori. Notemos que as 
estimativas a posteriori serão baseadas na informação proveniente dos dados. 

3.5.3 Estrutura locação 

Mostraremos aqui que as condições1 no caso locação1 estabelecidas por Dawid [13]e O'Hagan 
[33] podem ser simplificadas pela utilização de distribuições de variação regular. Para o 
caso escala, podemos garantir a existência da distribuição limite da posteriori lidando 
com o peso das caudas das distribuições envolvidas. Isto não é possível no caso locação, 
uma vez que a integração é feita sobre todo R e não temos como garantir o bDm compor
tamento da distribuição dos dados. Para tanto, Andrade e O'Hagan 12] combinaram as 
distribuições de variação regular com algumas suposições comportamentais para estabe
lecer novas condições para o caso locação. Estas condições são apresentadas no teorema 
abaixo. 

Teorema 3.15. Seja XIO com densidade f(x- e) e 8 ""'1f tal que 

1. f E RVp (p >O) 

2. f > O é contínua em IR 

3. existem cl ::; Cz ~ cl tais que f(x) é decrescente para X ~ c2 e crescente em 
X::; cl. Também, dlogf(x)jdx existe e é crescente para X 2: c2. 

4- 1f ~ R.V ou 1f E 'R V -c com c> p + 1 

então 
p(Bix) ~ 1r(B). 

Demonstração. Ver Andrade e O'Hagan J2}. o 

Basicamente, temos que as condições do Teorema 3.15 implicam nas condições de 
O'Hagan. Diferente do caso escala, aqui temos uma rejeição completa do outlier e o 
conflito é resolvido a favor da priori. 
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Capítulo 4 

Discussões e Resultados 

Neste capítulo apresentamos os nossos resultados obtidos ao longo deste estudo no que 
se refere a relação entre distribuições de cauda pesada e conflitos de informação em in
ferência bayesiana. Na Seção 4.1 discutimos sobre a relação do teorema de Dawid e as 
distribuições de cauda longa. Na Seção 4.2 discutimos a relação entre o teorema de Peric
chi e Sansó entre as distribuições em Q, além da sua relação com o teorema de Dawid. Na 
Seção 4.3 damos condições suficientes para que um conflito entre as fontes de informação 
seja resolvido quando utilizamos distribuições pertencentes à classe S'D. Na Seção 4.4 
caracterizamos a medida credence, mostrando que se uma distribuição tem credence então 
esta pertence à ERV. Por último 1 na Seção 4.5 mostramos como a medida credence pode 
ser utilizada para resolver conflitos assumindo uma estrutura de parâmetro de escala. 

4.1 O Teorema de Dawid e distribuições em C 

Como foi visto anteriormente, o teorema de Dawid foi um dos primeiros envolvidos na 
resolução de conflitos de informação. Nesta seção discutiremos a sua relação com as 
distribuições de cauda longa. 

Proposição 4.1. Se f E L então f satisfaz a condição (1) de Dawid. 

Demonstração. Suponhamos que f E L. Então para é > O fixo, existe x0 tal que para 
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todo x > x0 

lf(x- y)- f(x)l < E:j(x) 

para todo y E 1ft Seja y' E R. Tomando y < y' e x' = x - y temos que 

lf(x')- f(x)l < õj(x), 11 x > Xo 

onde x' é tal que jx- x'l < y < y', o que implica na condição (1). 

(4.1) 

(4.2) 

D 

Com isto, temos um perfil do tipo de distribuição para a qual vale o teorema de 
Dawid, uma vez que as densidades em L satisfazem a condição (1) e portanto estas são 
bons candidatos a obedecerem às demais condições. 

De posse deste resultado, seria bastante útil se a condição (3)(a) de Dawid fosse válida 
para qualquer distribuição em L Infelizmente isto não é verdade como podemos ver no 
seguinte exemplo. 

Exemplo 4.1. Suponhamos que g(x!O) ~ (x- e)-2/l'+l,ooJ(x) e que 1r(O) ~ e-2/(I,ooJ(O) 
sejam respectivamente verossimilhança e priori para um determinado problema. Notemos 
que, para todo e, 

lim J(x- O) ~ lim (-x-) 2 

~I 
x-oo f(x) •-oo X- 0 

para todo y E IR, portanto temos que f E L. Agora, notemos que 

f(x- e) ( x ) 
2 

2 
k(O) ~ s~p f(x) ~ s~p X- e l('+l.oo)(x) =(O+ 1) . 

Assim, 

r k(0)7r(O)de ~ /.x-l (
0 + 1)

2 
dO~ X- 1- -

1
- + 2log(x- i)~ 00 Je 1 () x- 1 

quando x ---t oo. Portanto não satisfaz a condição (3)(a) de Dawid. 

O exemplo acima nos mostra que nem todas as distribuições em L satisfazem a con
dição (3)(a) de Dawid. O teorema seguinte ilustra uma situação especial na qual, para 
densidades em SD, o teorema de Dawid ·não pode ser empregado. 

Teorema 4.2. Suponhamos que g(xje) = f(x- 6) e !(6) sejam respectivamente veros
similhança e priori para um problema1 com f E SD. Então temos que a condição (3)(a) 
do teorema de Dawid não é válida. 
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Demonstração. Suponhamos que fe k(8)f(O)d(} seja finita. Neste caso, pelo teorema da 
convergência dominada: teremos que 

lim '-f(-;;2)-'-,( x'-') 
x-oo J(x) 

lim r f(x- e) f(e)de = r lim { f(x- e)} f(8)de 
x-oo}e f(x) Jex-oo f(x) 

= fet(e)de=ll2 

o que contraria a hipótese de que f E S. Portanto k(B) não é integrável em O. D 

Com isto, podemos ver que o teorema de Dawid não se aplica naturalmente a qualquer 
distribuição em .C. 

4.2 Uma nota sobre o teorema de Pericchi e Sansó 

Na Seção 3.3 apresentamos os resultados em Pericchi e Sansó !40]. Nesta seção discutire
mos a relação entre o Teorema 3.3 e a classe Ç bem como sua relação com o teorema de 
Dawid. 

Primeiramente, notemos que uma das exigências do Teorema 3.3 é que 

. 1r(x -t) 
hm ( ) = exp{M}. 

X->00 7r X 

Já vimos, pelo Lema 2.35, que se F(x-t)jF(x)----+ 1/;(t) quando x- oo, então este limite 
é da forma exp{>.t}. Notemos entretanto que não utilizamos nenhuma propriedade de 
P para a demonstração do lema. De fato, podemos demonstrar que o lema também é 
verdadeiro trocando F por f. Damos então a seguinte proposição. 

Proposição 4.3. Se 1r(x- t)jw(x)- exp{>.t} quando x----+ oo, então Fr. E Ç, onde Ftr é 
a função de distribuição de e. 

Demonstração. Sabemos que, dado t: > O existe xo tal que para todo x > x0 , 

~,.~(~/)- eA'I 0:: e o=> l1r(x- t)- eA',.(x)l 0:: 7r(X)é 

o=> IFx(x- t)- eÀ'F,(x)l 0:: Fx(x)" 
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portanto 
P,(x- t) "' 

~e 

F,(x) 

quando x-----> oo, implicando em Frr E Ç. o 

Assim1 notemos que esta condição do teorema de Pericchi e Sansó tem forte relação 
com distribuições propensas a outi'iers, em especial com a classe Q. Sabemos que a classe 
de distribuições de cauda longa está contida em Ç. Assim, um corolário interessante surge 
quando 1r E C. 

Corolário 4.4. Suponha satisfeitas as condições do Teorema 3.3. Suponha também que 
n E L. Então as condições do Teorema 3.3 implicam no teorema de Dawid (Teorema 
3.1). 

Demonstração. Basta fazer À = 1 na demonstração do Teorema 3.3. o 

Assim, a condição (2) do teorema de Dawid será desnecessária sempre que 1r E C. 
Contudo, não podemos afirmar que o teorema de Pericchi e Sansó implica no teorema de 
Dawid. Sabemos que a classe de densidades que atendem a condição (1) de Dawid contém 
L mas não temos certeza se todas essas densidades estão em Ç. 

4.3 Lidando com conflitos utilizando densidades em SD 

Vimos anteriormente que a classe S'D é uma vasta classe bastante utilizada em diversos 
ramos da estatística. Neste seção mostraremos como, sob certas condições, podemos 
utilizar distribuições nesta classe para resolver conflitos entre as fontes de informação, 
supondo uma estrutura de locação. 

4.3.1 Rejeitando a informação dos dados para uma única obser
vaçao 

A seguir enunciamos o principal resultado desta seção. 
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Teorema 4.5. Suponha que para um determinado problema temos que g(xl8) = f(x- 8), 
1r(8) e p(Bix) sejam, respectivamente, verossimilhança, priori e posteriori, onde f e 1r 

possuem formas distintas. Suponha ainda que 

1. f E SD 

2. A(IT) Ç A(!), onde A(.) é o suporte da distribuição. 

3. lj2<;sup 8 ~(e)jf(8) <oo. 

Então temos que 
lim p( Blx) ~ 1r( 8) 
x-oo 

(4.3) 

Demonstração. Primeiramente, suponha que ambas as fontes de informação possuem o 
mesmo suporte. Sabemos que 

g(x!B)1r(B) f(x- B)1r(B) 
p(Bix) ~ J

8
g(xl8)7r(8)d8- fef(x- 8)1r(8)d8. 

Dividindo ambos numerador e denominador por f(x) teremos 

I. (OI ) limx-oo f(x- 8)1r(8)j f(x) 
lm p X = 

x-oo limx-oo fe f(x 8)1r(8)d8j f(x) 

desde que os dois limites acima existam e que o denominador seja não nulo. Para o 
numerador observemos que, pelo fato de f E .C, 

restando apenas mostrar que o limite do denominador existe e é não nulo. Notemos 
que pela condição (2) do teorema temos que sup8 7r(8)/f(8) ~ M, com 1/2 <; M < oo. 
Portanto, pela suposição (1) temos que 

f f(x- 8)1r(8) dO ~ r f(x- 8)f(8) 1r(8) dO< M r f(x- 8)f(8) de~ 2M 
Je f(x) Je f(x) f(8) Je f(x) 

quando x -----). oo. Logo, pelo teorema da convergência dominada, temos que 

l f~-~ l f~-~ l lim ( ) 1r(8)d8 oc lim f( ) 1r(8)d8 ~ 1r(8)d8 ~I 
x-+oo e f X 8 x-oo X e 
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e portanto 
p(Bjx) ~ n(B) 

quando x ---t oo. Agora suponha que A(n) C A(f). Teremos então que 

Notemos agora que 

r f(x- e) n(B)dB 
JA(IT) f(x) 

< M r f(x- B) J(B)dB 
JA(IT) f(x) 

< r f(x- B) f(B)dB ~ 2M 
}Aif) f(x) 

logo podemos utilizar o teorema da convergência dominada e o resultado segue como visto 
no caso anterior. O 

O resultado acima nos dá condições suficientes para que um conflito seja resolvido a 
favor da priori. A condição (3) pede que o supremo da razão entre a priori e a verossi
milhança, sob o mesmo suporte, seja finito. Isto é bastante razoável se supormos que a 
priori tem caudas mais leves que a verossimilhança, o que pode evitar que o denominador 
decresça rápido demais, fazendo a referida razão tender ao infinito. A suposição de que 
essa razão é maior que 1/2 serve apenas para garantir que a posteriori convergirá para 
uma densidade. A exigência de que f e n tenham formas distintas também serve para ga
rantir que a posteriori convergirá para uma densidade (se as duas fontes tiverem a mesma 
densidade h, então a posteriori convergirá para h/2). 

O teorema acima é adaptável para o caso no qual existam condições para descartarmos 
a informação a priori. Para tanto basta trocar os papéis da verossimilhança e da priori. 
A seguir damos alguns exemplos onde conflitos são resolvidos empregando o teorema 4.5. 

Exemplo 4.2. O caso no qual X dado 8 tem distribuição t-Student com v graus de 
liberdade e 8 possui distribuição normal é facilmente tratado à luz do Teorema 4.5. 
Primeiramente, notemos que a distribuição t-Student pertence à família subexponencial 
e que possui o mesmo suporte da normal, satisfazendo portanto os itens 1 e 2 do referido 
teorema. Em seguida, basta notar que o supremo pedido no item 3 existe para qualquer 
v, uma vez que a distribuição normal concentra mais massa ao redor de sua moda e 
suas caudas têm decaimento mais rápido do que a distribuição t-Student. Na Figura 4.2, 
mostramos a razão entre a distribuição normal padrão e a distribuição.t-Student com 31 
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graus de liberdade e nesta podemos notar que o referido supremo é finito e maior que 
meio. Na Figura 4.1, temos dois gráficos mostrando a densidade a priori e a posteriori e 
a função de verossimilhança, com x = 3 e x = 10, respectivamente. Notemos que com o 
aumento de x a distribuição a posteriori tende a se aproximar da distribuição a priori. 

Exemplo 4.3. Suponha que para um determinado problema temos que 

Notemos que neste caso depositamos forte credibilidade na informação a priori, represen
tada pela distribuição beta com parâmetros de forma a = 2 e j3 = 3 e com suporte entre 
2 e 10. Em particular, temos que E(8) = 5, 2. Para a distribuição dos dados temos uma 
Weibull com parâmetro de forma igual a 1/2. Com estes modelos, podemos esperar que 
eventualmente uma observação entre em desacordo com as demais devido a natureza da 
distribuição dos dados. Para mostrar que esta modelagem descarta a informação dos da
dos em caso de conflito, basta notarmos que estão satisfeitas as três condições do teorema 
4.5, isto é: 

•fES 

o (2,10) c (O,oo) 

• o supremo da razão n(8)/f(8) é finito e maior que meio, como mostra a Figura 4.3. 

Com isto mostramos que, quando a observação x tende .ao infinito, a distribuição a 
posteriori tende à priori, descartando a informação conflitante. A Figura 4.5 mostra essa 
aproximação supondo x = 20. A Figura 4.4 mostra a esperança a posteriori para diversos 
valores de x. 

Exemplo 4.4. f0ostraremos um exemplo no qual as condições de Dawid não se aplicam 
mas a convergência das distribuições é garantida pelo teorema 4.5. Suponha que X dado 
8 tem distribuição Cauchy e que 8 seja parâmetro de locação com densidade Pareto dada 
por 1r(8) = e-2I(1,=)(8). Notemos que, pelo Lema 3.7 temos que 

f(x-e) 1+x2 

s~p f(x) ~ s~p 1 +(x-e)' 
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Figura 4.1: Priori, verossimilhança e posteriori para as densidades no Exemplo 4.2: com 
x = 3 e x = 10 de cima para baixo. 
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Figura 4.2: Razão entre a distribuição normal padrão e a distribuição t~Student com 31 
graus de liberdade 

Figura 4.3: Razão entre a densidade Beta(2, 3, 2, 10) e a densidade Weibull com parâmetro 
de forma igual a 1/2 
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: j 

Figura 4.4: Esperança a posteriori para diversos valores de x, onde XI&"'-' Weibull(l/2, e) 
e 8- Beta(2, 3, 2, 10) 

para todo e > L Assim, temos que 

e portanto a terceira condição de Dawid não está satisfeita. Entretanto, é imediato que 
as condições 1 e 2 do teorema 4.5 estão satisfeitas. Observemos agora que 

logo 

e portanto a terceira condição do Teorema 4.5 também está satisfeita, logo temos que em 
caso de conflito entre as fontes de informação, a distribuição a posteriori deveria convergir 
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Figura 4.5: Linha sólida: posteriori para o Exemplo 4.3, supondo x = 20. Linha ponti
lhada: densidade a priori 

para a distribuição a priori. De fato, temos que 

p(B[x) ~ f(x- e) n(B) ( f J(x- e) rr(B)de) -
1 

f(x) Je f(x) 

I+ x
2 

I (100 
I+ x

2 
1 ) -

1 

- l+(x-8) 2 82 
1 l+(x-B)'B'de 

Temos que, para o numerador da expressão acima, 

1 + x2 1 1 
~-

l+(x-e)2e2 ez 
quando x __,. oo. Para o denominador, notemos que 

1
00 l+x2 1 

o-c,---;;;-,; -de 
1 l+(x-e) 2 82 

2- 1r + (2 + n)x2 - 2(x2 - I) arctan(l- x) + 2x log[2 + (x- 2)x] 
2(1 + x2 ) 

~ I 
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quando x __,. oo, e portanto 
lim p(ejx) ~ 1r(e), 

x-oo 

conforme o esperado. 

Exemplo 4.5. Consideremos uma observação xeque estamos interessados em um parâ
metro de locação e. Dois modelos são propostos a seguir: 

• Modelo I: g(xje) ex (x - e) exp{ -2.4x} e 1r( e) ex e exp{ -e} 

• Modelo I!: g(xje) ex (x- e)~ 1 exp{ -(log(x- e)) 2 /0.5} e 1r(8) ex 8exp{ -8} 

O Modelo I considera a distribuição gama, de cauda leve. O Modelo II considera uma 
lognormal que possui densidade satisfazendo a condição 1 do teorema 4.5. Notemos que as 
condições 2 e 3 também estão satisfeitas. Calculamos para ambos a esperança a posteriori. 
Para o Modelo I, obtivemos uma esperança a posteriori sempre crescente com o aumento 
de x enquanto que para o Modelo II, esta se aproximou cada vez mais da esperança a 
priori, como pode ser visto na Figura 4.6 

~ J 

/I • ' 
' 

I 
' . 

" 

' 
' 

I 
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' Q: 

" • " '" '"' '" 
, , • '" 

Figura 4.6: Esperanças de B a posteriori com o crescimento de x para os modelos I e II 
respectivamente 
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4.3.2 Rejeitando várias observações 

Suponha que X 1 , ... Xn sejam variáveis aleatórias independentes e identicamente distri
buídas dado 8, com função densidade f E SIJ. Seja 1r a função densidade a priori. 
Mostraremos como o Teorema 4.5 pode ser utilizado para o caso em que temos um grupo 
de observações outliers. 

Suponha que observamos x = {x1 , ... , Xn}- Considere que as observações x;., com 
i E I, sejam outliers, onde I= {1, ... , n 0 }. Suponha ainda que 

• sup8 7r(e)/t(e) = M < oo 

• sup, f(x,- e) =c < 00 

• A(7í) Ç A(f), onde A(.) é o suporte da distribuição 

Inicialmente, suponha que temos apenas um outlier, identificado por xh. Temos que 

rr~ 1 f(x;le)7r(e); f(xJ,) 
f e f (TI~~' J(x,le)7r(e)de/ J(xJ,) · 

Como f E S'D, temos que 

quando X;1 ---+ oo. Também temos que 

< r fi f(x,- e)t(e) 7r(e) de 
}Aifl ,~ 1 J(xo,) j(e) 

< r f(xo,- e) t(e) II f(x,- e)Mde 
}Aif) f(xJ,) i#J, 

< Mcn-1 r f(xo,- e) j(e)de ~ 2Mcn-l. 
JA(fl f(xJ,) 

Notemos agora que 

n-1 

r II J(x,- e)1r(e)de ~ cn-1 r 7r(e)de = cn-l 
j A('Tr) i=l j A('n-) 
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Portanto, desde que M > 1/2, teremos que 

o que implica em 

1 lim IT f(x,- 8)7r(8) d8 
A(.,-) XJI--->oo i=I f(xJJ 

1 IT f(x,- 8)1r(8)d8 
A(.,-) if=Jl 

Suponha agora que temos dois outliers, x1 , e xh- De maneira análoga ao que foi feito 
acima, teremos que 

e a extensão segue naturalmente para todos os outliers. Assim, desde que as condições 
do Teorema 4.5 estejam satisfeitas para uma única observação, teremos que 

p(Bix) ~ p(Bix,,i E I') 

quando Xj --+ oo, para todo j E I. 

Exemplo 4.6. Para ilustrar a utilização do Teorema 4.5, supOnha que para um determi
nado problema observamos X 1, ... , Xn, uma amostra de variáveis aleatórias independentes 
identicamente distribuídas dado 8. Suponha que 8 é parâmetro de locação com distri
buição Beta( a:, (3, a, b ), onde a e (3 são os parâmetros de forma e a e b são os de locação, 
com seus respectivos valores sendo 3, 3, -3 e 3. Para fins de comparação, propomos duas 
distribuições para os dados: 

• Xi]8 "' N(B, 1): neste caso não esperamos que a informação gerada pelos dados 
possa discordar com a informação a priori e portanto outliers não são esperados; 

• X;!B "' i(JI,B): neste caso suspeitamos que a informação dos dados pode discordar 
da informação a priori; 

Suponha que achamos a distribuição t-Student com 31 graus de liberdade apropriada para 
a situação e gostaríamos de saber se, em caso de conflito, a inferência a posteriori será 
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influenciada pelas observações discrepantes. Notemos que as condições 1 e 2 do Teorema 
4.5 são de verificação imediata. Para mostrar que a condição 3 é verdadeira, podemos 
mostrar que 

ÜJ s~p f(x, -e)} s~p ;i:i < oo. 

Suponha que I tenha n0 elementos. Temos então que 

II sup f(x;- e)~ f(O)"" < 00 

iEI e 

Como a razão 1r( e)/ f( e) é finita no suporte de e temos que sup, 1r( e)/ f( e) < oo e portanto 
o Teorema 4.5 pode ser aplicado. Assim, na ocorrência de outliers teremos que a inferência 
a posteriori dará maior peso para a nossa crença a priori. Para ilustrarmos a aplicação, 
considere X e Y independentes e identicamente distribuídos dado e. As Figuras 4.7 e 
4.8 mostram a esperança a posteriori para diversos valores de X e Y assumindo que e 
é parâmetro de locação com distribuição Beta(3, 3, -3, 3), com X e Y tendo distribuição 
N(B, 1) e t(3I,Il)· Observemos que para a distribuição normal, pequenas variações de X 
e Y fazem com que a esperança a posteriori se aproxime de -3 ou 3, sugerindo que e 
deveria estar próximo dos extremos da ditribuição a priori, causando um conflito entre as 
fontes. Contudo, para a distribuição t-Student temos que a posteriori tende a rejeitar a 
informação conflitante à medida que esta aumenta em valor absoluto. 
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Figura 4.7: Esperança a posteriori para valores de X e Y entre -10 e 10, supondo que os 
dados possuem distribuição N(e, 1) 

Figura 4.8: Esperança a posteriori para valores de X e Y entre O e 50, supondo que os 
dados possuem distribuição t(sl,B) 
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4.3.3 Rejeitando a informação a priori 

Suponha agora que acreditamos que a informação a priori pode, eventualmente, se dis
tanciar da informação proveniente dos dados. Mais especificamente, suponha que X dado 
e tenha densidade g(xiO) = j(x- O) e que e tenha densidade ~(e) com~ E SD. Temos 
então que 

Pe(Oix) a: f(x- 0)1r(B). 

Sejam cp =X- 8 e Y =X. Então teremos que 

Assim, se supormos que A(f) C A(1r) e que 

poderemos aplicar o Teorema 4.5 para mostrar que 

P>(~IY) ~ !(~) 

quando y --+ oo, rejeitando completamente a informação a priori. 

4.4 Caracterização de credence 

Discutimos na Seção 3.4 sobre a medida denominada credence, utilizada para a resolução 
de conflitos de informação. O autor comenta que muitas distribuições de caudas pesadas 
comportam-se de maneira semelhante. Nesta seção mostraremos que se uma densidade 
possui credence então ela pertence à ERV. Em seguida mostraremos a relação desta 
medida com a distribuição t-Student. 

Proposição 4.6. Se f possui credence então F E ERV 

Demonstração. Suponhamos que g(xiO) = (1/B) x f(x/8). Veremos mais adiante, na 
Proposição 4.9 que para todo x E IR 

k. m==cin~{17''-'-0'-'-} < g_(_xi_B) < K max{1, 0'} 
- BK · - f(x) - Bk 
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Façamos m(B) ~ (k/K) x min{l,B'} e M(B) ~ (K/k) x max{l,B'). Agora, notemos que 
para todo x E 1R 

m~B) :S gj~~) :S M~B) => m(B)f(x) :S f(x/0) :S M(8)f(x) 

=> m(B) (oo f(t)dt :S (oo ~J(t/B)dt :S M~e) (oo f(t)dt 
e lx lx Jx 

m(8) F(x/8) M(B) 
=} --< <-e - F(x) - e 

e para todo B teremos que 

!:._ min{e-' 8'- 1} < F!x/8) < K max{B-1 eo-1) 
K ' - F(x) - k ' 

logo F E ERV. D 

Com base nisto, seria interessante que todas as distribuições de variação regular ti
vessem credence. Infelizmente isto não é sempre verdade, uma vez que as distribuições 
de variação regular não precisam estar definidas em toda a reta, nem precisam possuir 
densidade para todo x. Podemos notar, por exemplo, que a distribuição Pareto pertence 
a 'RV2 mas sua credence é infinita, recebendo portanto a mesma classificação que uma 
distribuição normal. 

A medida credence foi idealizada a partir do comportamento da distribuição t-Student. 
De fato, se supormos que g tem distribuição t-Student e portanto 

g(x) ex: (v+ x 2 )-4(v+I) 

e se supormos que cred(f) =v+ 1) teremos que 

f(x) f(x) {v+x'}-lHl) f(x) {v+x'}-JI"+l) 
(1 + x2) 4(v+l) = (v+ x2) 4(v+l) 1 + x2 = g(x) h( v) 1 + x2 

onde g( x) = h( v) ( v+x2 )-4(v+l). Pelo fato de f possuir credence e por existirem constantes 
b ~ a > O que limitam o termo entre chaves na última igualdade acima, temos que g ~w f. 
Em especial, pelo Lema 2.6, se f E L, então F E S. 

Portanto, concluímos nossa caraterização de credence em termos de caudas pesadas: 
se f possui credence, então f E ERV e, se supormos ainda que f E L (;'!ntão F E S. 
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4.5 Utilizando credence para problemas de escala 

Vimos anteriormente que a medida credence poderia ser utilizada para resolver conflitos 
entre as fontes de informação no caso onde pelo menos uma das fontes tinha uma estrutura 
de locação. Neste caso um conflito estaria resolvido a favor da fonte que possuísse maior 
credence. Nesta seção discutiremos como essa mesma medida pode ser utilizada para 
resolver conflitos de informação quando uma das fontes assume a estrutura escala. 

Neste momento se torna oportuno recordar o Lema 3.7. Este dizia que para quaisquer 
a f. O e b, exitem L ~ l > O tais que para todo x E IR 

l<1+(ax+b)'<L 
- 1 + x 2 -

Notemos que as constantes l e L dadas pelo Lema 3. 7 são funções de a e b. De 
posse deste resultado, podemos caracterizar melhor as constantes dadas no teorema da 
invariância, como sugere a seguinte proposição. 

Proposição 4.7. Seja g(xla,b) ~ (1/a) x j((x- b)fa) e seja cred(j) ~c. Então para 
quaisquer a e b existem K(a.,b) ;:::: k(a.,b) > O tais que 

k(a,b) <(I+ x2)'g(xl0) < K(a,b)· (4.4) 

Demonstração. Da demonstração do teorema da invariância temos que 

onde l e L são obtidos pelo Lema 3.7. Mas isto implica em 

k(a,b) :S (1 + x2
)'

12g(xla, b) :S K(a,b) 

onde k1,,,1 ~ (kfa)x (l,j L,;,)'i' e K(a,b) ~ (Kfa) x (L,/1,;,)'/2 concluindo a demonstração. 
D 

Corolário 4.8. Suponhamos que g(xiO) ~ (1/0) x f(x/0) onde cred(j) ~c. Então 

(4.5) 
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Demonstração. Da demonstração anterior temos que 

pois não temos o parâmetro de locação. Assim, L 0 = 

kmin{l,B')/B e K 1e,o) ~ Kmax{LB')/B. 
lo = 1 e portanto k(e,o) = 

o 
Proposição 4.9. Seja g(xiB) ~ (1/B)f(x/B). Então existem <2 (8) :0: <1 (e) >O tais que 

g(xiB) 
K 1(e) <; f(x) <; K 2 (8). 

Demonstração. Pelo teorema da invariância, sabemos que g também possui credence e 
portanto, 

g(xje) g(xle)(1 + x2)'i2 K max{1, B') 
--= < . 
f(x) f(x)(1 + x2)'/2 - ek 

Por outro lado 

_g(_xl_e) ~ g(xle)(1 + x2)'i2 > c:.k.::m"êin;-;{;;c1,c:.e__,_'} 
f(x) f(x)(1 + x2)'/2 BK 

portanto 
k. =m=in~{"'1 '"-!!'__,_) g (X I e )K. ·_::m=ax=2-{ 1-', '-e'-'.) - <--<-eK - f(x) - ek . 

Agora, basta tomar K,(e) ~ (k/K)min{e-',e'-1
} e <2 (e) ~ (K/k)ma.x{e-',e'-1}. O 

Teorema 4.10. Sejam g(xiB) ~ (1/e)j(x/B) a verossimilhança, -,c(B) >O a distribuição 
a priori e p( Blx) a distribuição a posteriori para um determinado problema. Suponhamos 
que 

1. cred(f) ~c( c> 1) 

2. J8 e'n( B)de < oo 

então, para todo x E lR temos que 

<1 (B)n(B) <2(B)n(e) 
J,= K 2 (e)n(B)de <; p(Bix) <; J,= K

1
(e)n(e)de 

e que E(Bix) < oo, onde K: 1(6') e fi~(B) são como na Proposição 4.9. 
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Demonstração. Temos que 

g(xiB)1r(O) g(xl8)1r(B)/ f(x) 
p(Bix) = f

0
00 g(xiB)1r(O)dO- f,00{g(xiB)7r(O)/f(x))dO' 

Para o numerador, temos que para todo x E IR, 

Agora, notemos que 

que é finito pela condição (2). Notemos também que 

assim, temos que para todo x E IR, 

portanto 
<1(B)1r(B) (OI ) <,(0)1r(B) 

j
0

00 ~,(B)1r(O)dO S p X S j
0

00 ~1(0)1r(O)dB' 

Para mostrar que a esperança a posteriori é limitada, note que 

E( I ) = ] 0

00 
{Bg(xiB)1r(B)/ f(x)}dB 

e X fooo {g(xl0)7r(O)/ f(x)}dB . 
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Já vimos que o denominador da razão acima é limitado e não nulo. Para o numerador, 
observe que 

que é finito pela condição (2) portanto 

terminando a prova. D 

Assim, se as condições deste teorema forem satisfeitas 1 podemos determinar a maior 
influência que um valor de x terá sobre a a posteriori. Este resultado mostra que a fonte 
de informação proveniente dos dados se torna pouco informativa, mas não há rejeição 
completa desta. Podemos dizer que toda a informação do outlier está contida em 11:1 ( 8) e 
K-2 (8) e que a informação a priori domina a informação entregue pelos dados. 

Exemplo 4.7. Podemos observar que os Teoremas 4.10 e 3.14 se aplicam em situações 
parecidas. Neste exemplo mostraremos uma situação na qual o teorema 3.14 não pode ser 
aplicado. Assim, para um determinado problema suponhamos que a densidade dos dados 
seja 

1 1 rm 1 2 + sin(x/8) 
g(xj 8) ~ ef(x/8) ~ e r("-,') zv;r {1 + (x/8) 2}"12 

e que a distribuição a priori seja Gama(3, 2). Temos que E(XIO) = O, 2105128 (para 
v > 2) e que E8 = 1, 5. Notemos que o teorema 3.14 não pode ser aplicado uma vez 
que a densidade de g não é de variação regular para todo e (observemos contudo que g 
pertence à ERV). Notemos que 

• f possui credence igual a v 
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e portanto podemos aplicar o teorema 4.10. Assim, damos condições suficientes para 
que um possível conflito seja resolvido a favor da priori. A informação outlier não será 
completamente rejeitada mas exercerá pouca influência sobre a posteriori. Em especial 
podemos garantir que a esperança a posteriori será finita. 

Podemos ainda calcular o limitante superior da esperança a posteriori. Para tanto, 
suponhamos, por comodidade, que v é igual a 3. Então temos que: 

• k =O, 25 e K =O, 75 são as constantes encontradas através da definição de credence 

• J0

00 
K 1 ( B)1r( B)de = O, 187988 

• fooo K,(8)1r(B)dB = 10,3081 

o j 0

00 BK,(8)1r(B)d8 = 23,0973 

portanto, para x suficientemente grande, temos que 

E(Bix) <; 122,866 

Com este intervalo podemos afirmar que, na presença de um outlier, a esperança da 
posteriori será menor que 122, 866. Contudo, para valores observados muito elevados, a 
esperança a posteriori apresenta oscilações bem inferiores ao limitante superior dado em 
função de K 1 (B) e K 2(B); como pode ser visto na Figura 4.9. 

Na Figura 4.10 mostramos o gráfico das fontes de informação e da posteriori sobre B 
em duas situações. Na primeira, fixamos x = 5. Notemos que a posteriori se concentra 
próxima das regiões de maior densidade de ambas as fontes. Na segunda situação, fixa
mos x = 25. Notemos que neste caso, a verossimilhança pouco influencia a posteriori. 
Entretanto, a posteriori oscila, não se aproximando perfeitamente da priori. Apesar de 
não haver convergência para a priori, sabemos, pelo teorema 4.10, que existem múltiplos 
positivos da priori que dominam a posteriori. Neste caso dizemos que a informação a 
priori domina a informação dos dados e portanto o conflito é resolvido a favor da priori. 
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Figura 4.9: Esperança de e a posteriori para x entre O e 100, considerando as distribuições 
dadas no Exemplo 4. 7 
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Figura 4.10: Priori, verossimilhança e posteriori referentes ao Exemplo 4.7 graficadas 
sobre e. Acima fixamos X= 5 e abaixo fixamos X= 25. 
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Capítulo 5 

Considerações finais 

Ao longo deste discutimos os conceitos básicos de conflitos de informação, bem como 
algumas possíveis ações que evitam que a posteriori seja influenciada pelo agente causador 
do conflito, que neste caso é o outlier. Dentre estas possíveis ações, destacamos em especial 
o uso de distribuições de cauda pesada. Assim, atribuindo-se distribuições com pesos 
diferentes para as fontes de informação, vimos que em caso de conflito a posteriori, sob 
certas condições, rejeitava a informação com a cauda mais pesada. Vimos também os 
diferentes tipos de rejeição encontrados na literatura. 

No Capítulo 2, vimos que as distribuições de cauda longa são um subconjunto da 
classe Ç, que por sua vez é um subconjunto da classe de distribuições propensas a ou
tliers. Embora não tenhamos discutido muitos resultados sobre resolução de conflitos de 
informação utilizando distribuições que não fossem de cauda pesada, não descartamos a 
hipótese de que outras distribuições propensas a outliers não possam ser utilizadas para 
tal fim. Desde que utilizamos o peso da cauda da distribuição como um dos critérios-para 
resolver conflitos, ou ainda, a propensão da distribuição para gerar outliers, a distribuições 
propensas a outliers podem refletir nossa opinião sobre a credibilidade da fonte. 

No Capítulo 3, mostramos diversos resultados da literatura sobe conflitos de informa
ção, muitos deles clássicos. Como dissemos anteriormente, algum destes resultados estão 
mergulhados em contextos diferentes. O· teorema de Dawid, por exemplo, simplesmente 
tenta dar condições suficientes para a conjectura de Lindley [29], sobre como a escolha 
de distribuições pode tornara posteriori mais ou menos sensível ã outliers. Neste ponto, 
temos que muitos resultados que surgiram a partir de Dawid [13] estão relacionados com 
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análise de sensibilidade em inferência bayesiana, ou mesmo em apenas dar condições sufi
ciente para que a esperança a posteriori não seja influenciada por um outlier, como vimos 
na Seção 3.3 que trata dos resultados obtidos por Pericchi e Sansó [40] e em Haro-Lopéz 
e Smith [27] que elaboraram um resultado análogo ao de Dawid utilizando distribuições 
v-esféricas. Contudo, os jargões da teoria de conflitos de informação foram, aparente
mente, introduzido por O'Hagan [33]. De fato, muitos dos trabalhos que lidam conflitos 
de informação de fato têm [33] entre as suas referências. Dentre estes trabalhos, citamos 
Lucas [30], Goldstein [24], O'Hagan [34], [36[ e Andrade e O'Hagan [2[. Em especial, 
Andrade e O'Hagan [2] e O'Hagan [36] trazem boas discussões sobre o que é um conflito 
e o que significa resolvê-lo. 

No Capítulo 4 discutimos sobre a relação entre as distribuições de cauda pesada e 
conflitos de informação em inferência bayesiana. Para o teorema de Dawid, mostramos 
que existe uma relação entre sua primeira condição e as distribuições de cauda longa. 
Apresentamos ainda duas pequenas discussões. A primeira dizia sobre como resultado e 
Pericchi e Sansó estâ relacionado com a classe Ç e com o teorema de Dawid e a segunda 
sobre como a medida credence está relacionada com a classe ERV. Também demonstramos 
que a medida credence poderia ser aplicada para resolver conflitos nos quais uma das 
fontes assumem uma estrutura de escala (Teorema 4.10). Embora este resultado possa 
ser utilizado em situações análogas as do Teorema 3.14, discutimos e exemplificamos 
situações onde o Teorema 3.14 não poderia ser aplicado. 

Ainda no Capítulo 4, apresentamos o Teorema 4.5. Se comparado aos resultados de 
Dawid [13] e Pericchi e Sansó [40], o Teorema 4.5 é aplicado a uma classe menor de 
distribuições (a classe SD). Contudo, esta classe é bastante utilizada na prática. Além 
disso, as condições do Teorema 4.5 são mais fáceis de serem verificadas do que as dos 
Teorema 3.1 e 3.3, uma vez que trocamos os cálculos de integrais de supremos por um 
gráfico da razão entre as fontes. 

Por último, para trabalhos posteriores, gostaríamos de sugerir: 

• estudar como as distribuições propensas a outliers podem refletir diferentes graus 
de credibilidade para as fontes; 

• verificar se existe uma relação entre as distribuições propensas a outliers multiva
riadas apresentadas em Barme-Delcorix e Gather [6j e conflitos de informação em 
inferência bayesiana; 

• verificar as relações entre conflitos de informação e distribuições multivariadas su
bexponenciais e de variação regular; 
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